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RESUMEN. En este trabajo se presenta un etiquetador léxico, para textos no restringi-
dos en castellano, basado en un modelo de lenguaje aprendido automdticamente mediante
técnicas de inferencia gramatical, utilizando el algoritmo ECGI. Con la finalidad de ampliar
la cobertura de este modelo, se presenta una técnica de suavizado basada en la aprorimacion
de Backoff para modelos de n-gramas. Como aplicacion del etiquetador y utilizando la técnica
de ’bootstrapping’ se ha etiquetado léxica y morfolégicamente el corpus BDGEQ, consistente
en un conjunto de frases de interrogacion a una base de datos sobre un dominio restringido.
Los resultados obtenidos sobre el mismo se estiman que son del orden de 99.5 % de palabras
correctamente etiquetadas. Ademds, se contempla la posibilidad de utilizar etiquetas léxicas
con informacion morfolégica, sin que las prestaciones se vean substancialmente afectadas.

1 Introduccién.

El Etiquetado Léxico de Textos (Part-of-Speech Tagging) es un problema de desambiguacién
bien conocido dentro del campo del procesamiento del Lenguaje Natural. El objetivo de un
etiquetador consiste en asignar la categoria léxica de las palabras en el contexto de la frase
en la que aparecen.

Es indudable el gran interés que tiene el desarrollo de etiquetadores de textos y sus miltiples
y diversas aplicaciones. Se pueden utilizar como preprocesadores de oraciones en sistemas de
procesamiento del lenguaje natural, en sistemas de extraccién de informacién, en aplicaciones
de reconocimiento automaético del habla, y en general, para obtener grandes corpus etique-
tados para ser utilizados como conjunto de entrenamiento en aproximaciones inductivas de
modelizacion del lenguaje basadas en corpus.

El proceso de etiquetado, basicamente, tiene en cuenta dos fuentes de conocimiento: el
Modelo de Lenguaje (Modelo Contextual) que describe las posibles o probables secuencias de
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categorias y el Modelo Lérxico que representa la relacion entre el vocabulario de la aplicacion
y el conjunto de categorias definidas en la misma.

Atendiendo a las técnicas utilizadas para establecer el Modelo de Lenguaje, las soluciones al
problema se pueden clasificar en dos grandes grupos: la Aprozimacion Lingiistica basada
en un conjunto de reglas establecidas manualmente por un experto o aprendidas de manera
(semi)automatica [Karlsson90] [Brill92] o la Aprozimacion Probabilistica derivada de textos
etiquetados léxicamente (métodos supervisados) o de textos no etiquetados (métodos no su-
pervisados). También se pueden encontrar aproximaciones hibridas que combinan diferentes
aspectos de estas aproximaciones [Voutilainen97].

Los métodos probabilisticos resultan de gran interés para abordar la desambiguacién léxica
puesto que, ademas de proporcionar buenos resultados, son modelos sencillos y sus pardmetros
se pueden estimar facilmente a partir de datos. En la tltima década podemos encontrar mu-
chos trabajos, dentro de esta aproximacién, que utilizan los modelos de Markov o n-gramas
como modelo de lenguaje [Church88] [Cutting92] [Merialdo94] [Weischedel93]. Sin embargo,
debido a limitaciones computacionales y a la necesidad de disponer de grandes corpus para
aprender los pardmetros del modelo, el valor de n ha de mantenerse bajo, n = 2 (bigramas)
o n = 3 (trigramas), por lo que no son capaces de explotar la estructura global de las frases
del lenguaje, la cual a veces puede ayudar a resolver cierto tipo de ambigiiedades.

Otra tendencia, utilizada en multiples aplicaciones de modelizacién del lenguaje, consiste
en definir mediante un formalismo gramatical (graméticas regulares o incontextuales) las
secuencias posibles o probables que definen las frases pertenecientes a dicho lenguaje; a estos
formalismos (probabilisticos o no) basados en la especificacién de la estructura completa de
las frases, los denominaremos Modelos de Lenguaje basados en Gramaticas. En este trabajo
se utiliza un modelo constituido por una gramética regular probabilistica o su equivalente
autémata finito estocastico, aprendido de manera automatica mediante el método ECGI.
El algoritmo ECGI es un procedimiento de Inferencia Gramatical que construye un autémata
finito estocastico no determinista, fundamentandose en el analisis sintactico corrector de
errores. Este método se propuso a mediados de los 80 [Rulot87] [Rulot89] como respuesta
a la necesidad de definir modelos acusticos que representen la estructura de la sefial vocal
y que se puedan estimar a partir de muestras. Desde entonces, se han publicado muchos
trabajos sobre el mismo [Priet092] [Vidal93|, que van desde estudios especificos del algoritmo
de inferencia, hasta numerosas aplicaciones en el marco del reconocimiento automéatico de
habla. Recientemente y en el area del etiquetado automatico de textos, se han utilizado
modelos de lenguaje de categorias léxicas estimadas mediante el algoritmo ECGI [Pla98|.
Los métodos de suavizado son necesarios en las aproximaciones probabilisticas para estimar
los sucesos no vistos en el proceso de entrenamiento. Con el fin de garantizar una adecuada
cobertura del lenguaje, se propone una extensiéon de los modelos ECGI inferidos, aplicando
diferentes ideas de tipo practico inspiradas en la aproximacién de Backoff [Katz87] para
modelos de n-gramas.

2 Modelos ECGI Extendidos.

Sea Apr = (Q, 3,0, qo, I, D) un autémata finito estocdstico no determinista, inferido me-
diante el algoritmo ECGI. Construiremos un nuevo autémata Ay, = (Q,%,§,q, F,D"),
en el que se incrementa el conjunto de transiciones ¢'y se define una nueva funcién D que



asigna sus probabilidades de transicion. Con esta extension pretendemos garantizar que el
automata reconozca cualquier cadena permitiendo la transicion de un estado a otro con cual-
quier simbolo de entrada. La nueva funcién D', deberd cumplir la propiedad de consistencia
estocdstica, es decir, que la suma de las probabilidades asociadas a todas las transiciones que
parten de un estado debe ser 1.
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Figura 1: Extension de un modelo ECGI.

En la Figura 1 se presenta un subconjunto de estados de un autémata ECGI. Para un estado
genérico ¢, se ha representado en negrita una transicion vista en el proceso de entrenamiento
(g — ¢;) y una transicién no vista (g5 --+ ¢;) que llamaremos de suavizado. Ademds, se
muestra la frecuencia del estado (Fy), la frecuencia y probabilidad de cada transicién (fy; y
P(gilqx)) v el simbolo asociado a cada estado C,,.
Para presentar la técnica de suavizado para los modelos ECGI, definimos los siguientes
conjuntos:
e Cs={C,,...,Cy} : conjunto de categorias léxicas utilizado (terminales).
o Si={q,:fxi> 0} : conjunto de estados sucesores del estado g, vistos en el entrena-
miento.
e ;= {C o € Sk} : conjunto de las categorias léxicas correspondientes a los estados
de Sk
e C,={C o' C,, #Cr } : conjunto de categorfas no vistas como sucesores del estado gy
(complementario de Cj, respecto de Cg).

e S;—= -q.¢ S.ANC,€C, ANF.= max F.)} : conjunto sucesores de suavi-
= {aq;: q;& Sk 4 € Ck j tieéSkACqﬁqu( i)} J

zado para el estado ¢;. Como pueden haber varios estados candidatos a sucesores de

gr con el mismo simbolo, elegiremos el de mayor frecuencia.
La nueva funcién de probabilidad de transicién entre estados (probabilidades suavizadas)
viene dada por la ecuacién (1), donde se utilizan dos distribuciones de probabilidad: la
probabilidad de transicién entre estados y un modelo de bigramas de los simbolos utilizados.
Se observa que las transiciones vistas en el proceso de entrenamiento son penalizadas con un
descuento d (fy;) v las no vistas, se estiman de manera proporcional («) a la probabilidad
de los simbolos asociados a los estados considerados (P(Cy,|Cy,))-

> d(fri) - P(gilar) fri >0 (g € Sk)
Pl ={ o blor e ety e



Definimos una funcién de descuento d (fy;) (ecuacién 2) con el objeto de que se penalicen

mas las transiciones de menor frecuencia y menos las de mayor y que ademads, cumpla que
el descuento total aplicado en cada estado valga 7;;:—:11 C(k) es una constante definida para

cada estado que depende de su frecuencia (F}), del nimero de transiciones que parten del
estado (Ng), y del nimero de estas transiciones que tienen frecuencia 1 (nqy).

C(k) N1k + 1 Fk
d(fr) =1 — ; donde C (k) = -—, (0<C(k) <1 2
() = (1= 52 ()= B S 0< O <) @)
nip+l
F 1
La constante de normalizacion se define como &= —= ﬁ?cqi‘ch)
Vi:qiES_k

En [Pla99] se hace una descripcién més detallada del método, asi como un estudio compa-
rativo con otras técnicas de suavizado aplicadas a los modelos ECGI.

3 Descripciéon del etiquetador.

El sistema construido contempla dos fases bien diferenciadas: la fase de entrenamiento y la
fase de etiquetado.

La fase de entrenamiento de los modelos se realiza a partir de un corpus etiquetado y
revisado por un experto. A partir de las secuencias de categorias, se aprenden dos modelos
del lenguaje: un Modelo de Bigramas y un Modelo Gramatical utilizando el algoritmo ECGI.
El Modelo de Bigramas se ha suavizado utilizando la técnica de Backoff con la funcién de
descuento ”Good-Turing”. El Modelo ECGI se extiende mediante el método de suavizado
descrito anteriormente, haciendo uso del Modelo de Bigramas.

El Modelo Lézxico se estima a partir de texto etiquetado calculando las frecuencias de las
palabras, categorias y de cada palabra en cada categoria. Estos datos son necesarios para
estimar las probabilidades 1éxicas, las cuales también han sido convenientemente suavizadas.
La fase de etiquetado o desambiguacion léxica de un texto no restringido se inicia con un
preproceso realizado por el Analizador Morfolégico MACO+[Carmona98]. Este analizador
segmenta los textos en 'tokens’, identificando signos de puntuacion, abreviaciones, nimeros,
nombres propios, agrupaciones léxicas tales como locuciones adverbiales, fechas, etc. Como
salida proporciona para cada ’token’ detectado, todas sus posibles categorias léxicas. Si
el 'token’ es desconocido, se considera que puede pertenecer a cualquier categoria abierta.
Teniendo en cuenta esta salida y el modelo 1éxico, se asignan las correspondientes proba-
bilidades 1éxicas. Estas probabilidades, junto con el Modelo de Lenguaje ECGI extendido,
componen la entrada al etiquetador.

El proceso de etiquetado consiste en, dada una frase de entrada, encontrar la secuencia de
estados de mayor probabilidad, en un modelo ECGI extendido, para lo que se ha utilizado
el algoritmo de Viterbi. Una vez obtenida la secuencia de estados éptima, como cada estado
tiene asociada una tunica categoria léxica, se dispone de la mejor secuencia de categorias para
la secuencia de palabras (‘tokens’) de entrada y éste es su etiquetado.

4 Etiquetado del corpus BDGEO.

BDGEO es un corpus desarrollado dentro del proyecto ALBAYZIN [Diaz98], compuesto por
un conjunto de frases en castellano, para la consulta de informacién a una base de datos



geografica. Los tipos de oraciones son, principalmente, interrogativas directas, indirectas e
imperativas, restringidas al dominio semdantico de la tarea. Consta de 9.292 frases (103.880
palabras) y un vocabulario de 1.343 palabras diferentes.

El hecho de que este corpus se haya definido sobre un universo semanticamente restringido,
lo hace especialmente util para abordar tareas de comprensién sobre dominios particulares.

4.1 Descripcion del conjunto de etiquetas.

En este trabajo se ha elegido el conjunto de etiquetas definido en el proyecto PAROLE
[Marti98]. Este conjunto consta de unas 230 etiquetas estructuradas en categoria, subcate-
goria, y contemplan diferentes aspectos como género, nimero, tiempo verbal, persona, etc.
Si nos restringimos tinicamente a la informacion referente a la categoria y subcategoria, el
nimero de etiquetas se reduce a 62. Por ejemplo, la etiqueta NCFS000, que significa Nombre
Comiin Femenino Singular, se ha reducido a NC, la etiqueta VMIP3S (Verbo Principal de
Indicativo 3% Persona del Singular) se ha reducido a VMI, etc. A pesar de que con esta
reduccién se pierde informacion en los modelos de lenguaje aprendidos, es una simplificacion
que debemos adoptar debido a las limitaciones en el numero de muestras de aprendizaje
disponible. No obstante, una vez resuelta la desambiaguacién con el conjunto reducido de
etiquetas, se puede recuperar la etiqueta completa, utilizando la informacion proporcionada
por el analizador morfolégico como se detalla en el apartado 4.3.

4.2 Diseno de Experimentos y Resultados.

El objetivo de los experimentos que hemos realizado van encaminados, por una parte, a
estudiar como se comporta el etiquetador ante un corpus diferente al utilizado en la fase de
entrenamiento (distinta estructura sintdctica y distinto dominio seméntico) y por otra, cémo
conseguir corpus etiquetados y supervisados con un minimo esfuerzo humano.

Se ha utilizado una parte del corpus LexEsp [Carmona98], etiquetada léxicamente y su-
pervisada manualmente y el corpus BDGEO. Sobre éste tltimo corpus se han definido tres
particiones al azar (BD1, BD2 y BD3) cuyas caracteristicas se muestran en la Tabla 1.

Particiones | # Frases | # Palabras | # Palabras Ambiguas | Ambigiiedad Media
LexEsp 3.360 65.854 26.183(39.76%) 1.62 etiquetas/palabra
BD1 850 9.716 4.071(41.90%) 1.61 etiquetas/palabra
BD2 854 10.133 4.311(42.54%) 1.62 etiquetas/palabra
BD3 7.588 84.031 33.700(40.10%) 1.59 etiquetas/palabra

Tabla 1: Particiones utilizadas en el etiquetado de BDGEO.

En la Tabla 2 se muestra el conjunto de experimentos realizados. Para cada uno de ellos
se indica el conjunto de entrenamiento (supervisado) y de prueba asi como los pardmetros
utilizados para su evaluacién: error de etiquetado (palabras mal etiquetadas) y perplejidad®.

i . L2 .. —~ X logP(qit1la:)
2La perplejidad se ha calculado mediante la expresién Perplejidad = 10 ~ #:0--N-1 , donde N

es el nimero de palabras del conjunto de prueba y P(g;+1]¢;) las probabilidades de transicién correspondientes
al mejor camino de alineamiento para cada frase.



Se ha seguido una técnica de 'bootstrapping’ para simplificar la supervision humana sobre
el etiquetado automatico del corpus y para obtener un conjunto de entrenamiento cada vez
mayor y adaptado a la tarea. En E1 el entrenamiento se ha realizado con un conjunto de
datos no pertenecientes a la tarea. Para evaluar el error de etiquetado sobre la particion BD1,
previamente se ha realizado un proceso de supervision manual. En E2 se ha incorporado
BD1 al entrenamiento y se ha procedido de la misma manera para evaluar el etiquetado sobre
la particion BD2. Como se puede observar, al incorporar frases de entrenamiento especificas
de la tarea, las prestaciones del etiquetador aumentar de manera significativa, 0.79% frente
a 2.39% en el error de etiquetado y 5.96 frente a 8.90 en la perplejidad. Para comprobar
que las mejoras obtenidas son independientes de las particiones elegidas, se han realizado
los experimentos E1’ y E2’ en los que se observa resultados similares. Finalmente, en el
experimento E3 se ha incorporado un mayor niimero de frases de la tarea (BD! U BD2),
obteniéndose mejores resultados de perplejidad (3.95). Para evaluar el error de etiquetado
sobre BD3, se han elegido un conjunto de frases al azar de esta particién (10 %), se ha
supervisado y evaluado el error de etiquetado y se ha extrapolado al resto, con lo que se
estima un error total del orden del 0.5%.

Experimento | Cjto.Entrenamiento Cjto.Prueba Error Perplejidad
El LexEsp BD1 233 palabras (2.39%) 8.90
E2 LexEsp U BD1 BD2 81 palabras (0.79%) 5.96
E3 LexEsp U BD1 U BD2 BD3 0.5 % (estimado) 3.95
EV LexEsp BD2 271 palabras (2.67%) 9.00
E2’ LexEsp U BD2 BD1 67 palabras (0.68%) 5.88

Tabla 2: Resultados experimentales.

4.3 Etiquetado con informacién morfolégica.

La obtencién de modelos del lenguaje de etiquetas completas (con informacién morfolégica)
supone un aumento considerable en el nimero de pardmetros a estimar, por lo que seria
necesario una mayor cantidad de datos de entrenamiento. La alternativa que se propone en
este trabajo consiste en recuperar la etiqueta completa a partir del etiquetado automatico
(con el conjunto reducido de etiquetas) teniendo en cuenta la informacién proporcionada por
el analizador morfolégico. En la mayoria de los casos solamente existird una etiqueta posible
y los casos de ambigiiedad se reducen a aquellas situaciones en las que una misma palabra,
dentro de una categoria léxica, puede tener distintos rasgos morfolégicos. Por ejemplo, la
palabra ’capital’ puede ser del género masculino o femenino, o la forma verbal ’pase’ puede
ser 1% o 3%persona del presente de subjuntivo. Una vez realizado este proceso de completar
las etiquetas, la ambigiiedad residual es de 1.09% sobre BD1 U BD2 y de 0.94% sobre BDS3.
Para desambiguar este conjunto de palabras se ha estudiado sobre BDI1 U BD2 los casos
de ambigiiedad con el fin de definir las correspondientes reglas de desambiguacién. Los
casos identificados son: C1) la ambigiiedad en género y/o niimero para nombres y adjetivos
(117 palabras); C2) la ambigiiedad en 1% 3®persona del singular para los tiempos verbales



Presente del Condicional, Imperfecto de Indicativo, Presente e Imperfecto de Subjuntivo (99
palabras).

El método seguido es el siguiente: inicialmente se segmenta el texto en ’chunks’ de sintagmas
nominales utilizando el analizador parcial APOLN [Molina99].

Para el caso C1, se busca la concordancia morfolégica de la palabra ambigua con el resto de
palabras que le acompanan dentro del ’chunk’. Primero se determina la estructura de rasgos
mas especifica entre las palabras dentro del ’chunk’. Se escoge aquella etiqueta candidata
que sea compatible con esta estructura de rasgos. En caso de que existan varias etiquetas
candidatas compatibles, se escoge aquella cuyos rasgos sean menos especificos. En caso de no
existir elementos adyacentes para ayudar a la desambiguacion, si las etiquetas candidatas son
compatibles entre si, se escoge la menos especifica; si no, se deja la palabra sin desambiguar.
Para el caso C2 es necesario el contexto para poder determinar la persona o el tiempo en
que se habla. Para ello no es suficiente el anédlisis parcial propuesto, por lo que se ha optado
por no desambiguarlas.

Los resultados obtenidos en BD1 U BD2 para C1 es de 60 palabras correctamente desambi-
guadas, 19 palabras cuya etiqueta asignada es menos especifica que la correcta, y 38 palabras
no desambiguadas. Asi, la ambigiiedad residual tras aplicar el método es del 0.69%. Los
resultados obtenidos sobre el 10 % de la particién BD3 son similares (0.64%).

5 Conclusiones.

En este trabajo se ha presentado un etiquetador léxico basado en modelos ECGI extendi-
dos mediante una técnica de suavizado de Backoff. Como aplicacion, se ha constatado la
capacidad de adaptabilidad de los modelos a una tarea restringida, utilizando una técnica
de 'bootstrapping’.

El ratio de error sobre la particion BD2 de BDGEOQ, cuando se incluye la particion BD1
(9% del corpus) en el entrenamiento, se ha reducido un 66% (del 2.39% al 0.79%).

Se ha propuesto un método para resolver la desambiguacion morfoldgica basado en el analisis
parcial del texto. Esto permite resolver la mayoria de casos de ambigiiedad para nombres
y adjetivos, mientras que para el resto de casos, habria que contemplar otras fuentes de
informacién (sintdctica, semantica, pragmadtica, etc.).
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