Aproximacion Probabilistica al Etiquetado Automatico
Léxico de Textos

Ferran Pla
Departament de Sistemes Informatics i Computacié
Universitat Politécnica de Valéncia

Resumen

El Etiquetado Léxico de Textos (Part-of-Speech Tagging) es un problema de desam-
biguacién bien conocido dentro del campo del procesamiento del Lenguaje Natural. Un
etiquetador se puede considerar como un traductor cuya entrada son frases escritas en
cierta lengua y cuya salida son sus correspondientes categorias léxicas. Generalmente,
estas categorias se toman de un conjunto previamente definido por un experto y dan
cuenta de diferentes aspectos léxicos de la lengua objeto de estudio. Cuando a una pa-
labra se le puede asignar mds de una categorfa, el proceso de desambiguacién se lleva a
cabo considerando la informacién del contexto en el cual aparece.

El proceso de etiquetado, basicamente, tiene en cuenta dos fuentes de conocimiento: el
Modelo de Lenguaje (Modelo Contextual) que describe las posibles o probables secuencias
de categorias y el Modelo Léxico que representa la relacién entre el vocabulario de la
aplicacién y el conjunto de categorias.

Las soluciones propuestas en la literatura al problema de etiquetado se pueden clasifi-
car en dos grandes grupos, atendiendo a las técnicas utilizadas para establecer el Modelo
de Lenguaje: la Aproximacion Lingiiistica basada en un conjunto de reglas establecidas
manualmente por un experto o aprendidas de manera (semi)automatica o la Aprozima-
cion Estadistica (basada en Corpus) derivada de textos etiquetados léxicamente o no.
También se pueden encontrar aproximaciones hibridas que combinan ambos aspectos.

En este trabajo se hace un revisién de las principales aportaciones dentro de la apro-
ximacién estadistica. Se estudian las caracteristicas de los modelos de lenguaje utilizados
asi como el proceso de aprendizaje de los mismos, ademés de las alternativas propuestas
para abordar el problema de la insuficiencia de datos en el aprendizaje.

A continuacién, se presenta un etiquetador que utiliza técnicas de Inferencia Grama-
tical para obtener un modelo de lenguaje basado en Gramdticas Regulares (Autématas
Finitos Estocdsticos). En concreto, se utiliza el algoritmo de inferencia gramatical ECGI
para este fin. También se introducen técnicas de suavizado para este modelo, adaptando
las introducidas para los modelos basados en n-gramas.

Seguidamente, se presentan una serie de experimentos y resultados, sobre distintos
corpus de datos, que demuestran la viabilidad de las aproximaciones propuestas. Final-
mente se apuntan posibles trabajos futuros para abordar otro tipo de problemas (Andlisis
Sintdctico) utilizando la aproximacién descrita.

Palabras Clave: Etiquetado Léxico de Textos, Modelos de Lenguaje, Aproximacio-
nes basadas en Corpus, N-gramas, Técnicas de Suavizado, Modelos basados en Gramati-
cas, Inferencia Gramatical.



Indice General

g aQ =@ »

Introduccién 1
Formulacién probabilistica del problema de etiquetado 2
2.1 Estimacién de Probabilidades . . . . . .. . .. ... .. ... . ... )
2.1.1 Métodos Supervisados . . . . . ... oL 5
2.1.2  Métodos No Supervisados . . . . . . . . ... Lo 5
2.2 Métodos de Suavizado en N-gramas . . . . .. . ... ... .. ... .. 8
2.2.1  Métodos de Suavizado de las Probabilidades de Contexto . . . . . .. 9
2.2.2 Probabilidades Léxicas . . . . . . . . . .. ... . 10
2.3 Algoritmo de Etiquetado . . . . . . . . ... 11
Etiquetado probabilistico basado en Gramaticas. 13
3.1 Modelos basados en Gramédticas . . . . . . . . .. .. ... .. 13
3.2 Inferencia de un Autémata de Estados Finitos (AEF) mediante el algoritmo
ECGT . . e 14
3.3 Suavizadode modelos ECGI . . . . .. . .. ... .. ... ... ... ... . 15
3.4 Adaptacién de los Métodos de Suavizado para los Modelos ECGI . . . . . .. 16
3.4.1 Interpolacién Lineal(IL) . . . . ... ... .. ... ... .. ... 16
3.4.2 Backoff (B) . . . .. .. 17
3.5 Descripcion de un Etiquetador basadoen el ECGL . . . .. ... .. ... .. 19
Estudio Experimental 22
4.1 Definicién de Categorias Léxicas . . . . . . .. . ... ... ... ... ... 22
4.2  Experimentos sobre el Corpus LEXESP . . . . . ... ... .00, 23
4.2.1 Caracterfsticas de los modelos ECGI . . . . .. ... ... ... ..., 23
4.2.2 Evaluacién de los métodos de Suavizado . . . . .. ... ... ... .. 25
4.2.3 Influencia del Incremento del Conjunto de Aprendizaje en el proceso
de Etiquetado . . . . . . . . L 27
4.3 Experimentos sobre el Corpus BDGEO . . . . .. ... ... ... ... 28
Conclusiones y Trabajos Futuros 30
Algoritmo de Viterbi 32
Algoritmo Forward 33
Categorias Léxicas PAROLE 34
Ejemplo de frases del corpus BDGEO 35

Referencias 36



Indice de Figuras

[\]

Descripcién funcional de un etiquetador. . . . . . . . .. Lo o L

3

Representacion de las secuencias de categorias posibles para la frase “Este rio estd seco”.

Representacién de las secuencias lingiiisticamente posibles para la frase “Este rio estd

Representacién de las probabilidades de contexto y léxicas mediante un MM.

Transicionesdel modelo ECGI extendido. . . . . . . . . . . ... ... ... ..
Representacion de la funcién de descuento de probabilidad en funcién de la frecuencia
de las transiciones . . . . . .. L L L oL L e e e e
Descripcion de un Etiquetador basadoen ECGIL. . . . . . . . . . ... ...
Evolucién del nimero de estados y las transiciones de frecuencia 1 de un automata

ECGI en funcién de la talla del conjunto de entrenamiento. . . . . . . . . . . . ..

Evolucién del error de etiquetado en funcién de la talla del conjunto de entrenamiento.

ii

15

19
20

23
28



Indice de Tablas

© 00~ O T W~

—
)

Test Abierto. Conjunto de Entrenamiento de 65.864 palabras . . . .. .. .. 25
Test Cerrado. Conjunto de Entrenamiento de 90.978 palabras . . . . . . . .. 26
Test Abierto. Conjunto de Entrenamiento de 402.908 palabras . . .. .. .. 27
Test Abierto. Conjunto de Entrenamiento de 823.041 palabras . . . . . . .. 27
Test Abierto. Conjunto de Entrenamiento de 1.077.641 palabras . . . . . .. 27
Test Abierto sobre BDGEO y modelos de LEXESP . . . .. ... ... .... 28
Test Cerrado sobre BDGEO . . . . .. ... ... .. ... ... ... 29
Test Abierto sobre BDGEO con modelos BDGEO . . ... ... ....... 29
Diferencias de etiquetado entre los distintos métodos . . . . .. . ... .. .. 30

Computo de Aciertos/Fallos en la combinacién de etiquetadores . . . . . . . . 31

iii



1 Introduccion

Fl etiquetado 1éxico de textos consiste en asignar a cada palabra de una determinada frase
su correspondiente etiqueta o categorfa léxica. KEsta tarea serfa un problema trivial si no
existiera la ambigiiedad léxica, es decir, si cada palabra sélo tuviera una categoria posible.
En general no se da esta situacién y a una palabra le corresponden mds de una categorfa
dependiendo del contexto en el que aparece.

Por ejemplo, en la frase “Fste rio estd seco”, observamos que hay varias palabras que
admiten diferentes categorias léxicas: ”Este” puede ser Determinante (D), Pronombre (P), o
Nombre (N), “rio” puede funcionar como Verbo (V') o como Nombre (N), "estd” sélo como
Verbo (V) y por ultimo ”seco” como Verbo (V') o Adjetivo (A). El objetivo de un etiquetador
es determinar, de entre todas las posibilidades expuestas, la que en el contexto de la frase,
sea la correcta para cada palabra: “Este D rio N estd V seco A”.

Es indudable el gran interés que tiene el desarrollo de etiquetadores de textos y sus
multiples y diversas aplicaciones. Se pueden utilizar como preprocesadores de oraciones en
sistemas de procesamiento del lenguaje natural, para permitir que los complejos analizadores
sintdcticos y semdnticos utilicen como preterminales categorias en lugar de palabras y hacerlos
de esta forma maés sencillos. En sistemas de sintesis de voz, ya que la entonacién de una
determinada palabra puede ser una u otra segin la categorfa de la misma. FEn sistemas
de extraccién de informacién, debido a que en una frase, el contenido seméntico de unas
categorfas es mayor que el de otras. En lexicografia computacional, y en general para la
obtencién de grandes cantidades de texto etiquetado. En estos casos es interesante disponer
de un etiquetador automdtico o semiautomatico que nos realice de manera rdpida y fiable lo
que a un experto lingiiista le ocuparfa meses de rutinario trabajo. En este sentido, muchas
aplicaciones de lenguaje natural y de reconocimiento automatico del habla se simplifican si
se usa un copus etiquetado. Por ejemplo, para abordar la desambiguacién a distintos niveles
de andlisis (sintdctico, seméntico) o en la construccién de modelos de lenguaje basados en
categorfas en aplicaciones de reconocimiento automadtico del habla.

Para abordar el problema del etiquetado automdtico de textos existen en la literatura
diferentes aproximaciones basadas en diversos formalismos: métodos basados en reglas [Bri-
1192] [Voutilainen93], [Karlsson90], métodos probabilisticos (basados en n-gramas [Church88]
DeRose88| [Maltese91] [Kupiec92| [Cutting92| [Church91] [Merialdo91] [Merialdo94| [Weis-
chedel93] [Demartas95], autématas finitos [Roche95], drboles de decision [Mérquez97], aproxi-
maciones conexionistas [Eineborg93|, métodos hibridos [Brill92| [Brill94] [Padré96]| [Padrs9s|.
Una comparacién exhaustiva entre una aproximacién probabilistica (basada en n-gramas) y
una basada en reglas lingufsticas se puede encontrar en [Samuelsson97|.

Todas estas aproximaciones tienen en comun que para una palabra dada, sélo unas ciertas
categorias son posibles: las que aparecen en el diccionario (si se dispone), o las que se derivan
de su andlisis morfolégico. Ademds, cuando una palabra presenta posibles categorias léxicas,
generalmente la correcta se determina teniendo en cuenta el contexto en el que aparece a
través de diferentes mecanismos: reglas definidas por un experto, reglas aprendidas a partir
de un corpus de entrenamiento, modelos de n-gramas, etc.

De entre estas aproximaciones, consideramos que los métodos probabilisticos resultan
de gran interés para conseguir la desambiguacién ya que, ademds de proporcionar buenos
resultados, son modelos sencillos y sus pardmetros se pueden estimar fdcilmente a partir de
datos (Métodos basados en Corpus). Esto las hace especialmente atractivas ya que el cambio
de una aplicacién a otra es relativamente sencillo y generalmente se reduce substancialmente
la intervencién humana. No obstante, algunos casos de ambigiiedad léxica no podrdn ser



resueltos de esta forma y se deberd recurrir a otras técnicas, como por ejemplo, reglas que
modelicen el problema concreto, modelos de lenguaje que consideren dependencias a mads
larga distancia, combinacién de diversas fuentes de conocimiento, etc.

FEn este trabajo se realiza una revisién bibliogrifica de las aproximaciones probabilisticas
(n-gramas) al etiquetado de textos. Primero se planteard el problema del etiquetado desde
esta perspectiva. Se estudiardn diferentes técnicas de aprendizaje de los pardmetros, asf como
las técnicas de suavizado asociadas. Se comentardn brevemente los algoritmos utilizados para
el etiquetado. Se presentard una aproximacién al etiquetado basada en modelos gramaticales
[Pla98]. Finalmente se realizard un estudio experimental de dichas técnicas y se contrastardn
los resultados.

2 Formulacién probabilistica del problema de etiquetado

Sea W la frase formada por la secuencia de palabras wi,ws, ... ,wy de longitud T. Un
etiquetador se puede considerar como una funcién ¢ que asigna a cada palabra w; de la frase
W su correspondiente categoria c;.

W=w,,w,,.. C=c.c,...0r
ETIQUETADOR

A 4
v

oW —>C

Figura 1: Descripcién funcional de un etiquetador.

Desde el punto de vista estocdstico, se trata de un problema de optimizacién (una des-
cripcién bastante completa del problema se puede encontrar en [Allen95]) en el que se desea
encontrar la secuencia de categorfas que maximice la siguiente funcién de probabilidad con-
dicionada:

arg , max (P(cyy ...y cplwr, .oy wr)) (1)
=C1,-CN

Utilizando la regla de Bayes, podemos reescribir la ecuacién (1) de la siguiente manera:

P(Clv"'7CT) .P(w17"'7wT‘017"'7CT))
P(wlv"'va)

S— ( (2)

Dado que el proceso de maximizacion se realiza sobre C'y P(wy,...,wr) es independiente
de la secuencia de categorias C, la ecuacién (2) se puede reescribir como se ve en (3).

arngaX P(Clv"'ch) .P(wlr'wa‘Clv"'ch) (3)

El primer término P(cy,...,cp) se corresponde con lo que llamaremos probabilidades de

contexto y el segundo P(wy, ..., wr|cy, ..., cp) con las probabilidades léxicas!.

!En la literatura, a veces, a estas probabilidades se les llama de generacion léxica y se reserva el nombre
de probabilidad lézica para las simétricas P(cy, ...,cr|wi, ..., wr).



Para maximizar esta funcién, deberfamos considerar todas las posibles secuencias de cate-
gorfas de longitud T que se puedan formar con un conjunto de N categorfas (N7 secuencias)
v elegir de entre ellas la de mayor probabilidad.

ara la frase de ejemplo, W= “FEste rio esta seco considerando tinicamente el conjunto

Para la f d lo, W= “Est t 7y d d te el t

de categorias C' = {“D”,”P”,“V” “N” “A”}, el nimero de secuencias posibles, asumiendo

que cada palabra puede pertenecer a todas las categorfas, es de 5% = 625. En la Figura 2 se

representan graficamente dichas secuencias?.

TR

L
& %
AA' AA%A@AA%A

YO D =S

RS
/\?‘4 W\\

Figura 2: Representacion de las secuencias de categorias posibles para la frase “Este rio estd seco”.

De todas las secuencias de categorfas posibles para una frase, el etiquetador deberd se-
leccionar la de mayor probabilidad. Como desde el punto de vista gramatical sélo hay una
secuencia vdlida, para que el etiquetado sea aceptable, deberd coincidir la secuencia de mayor
probabilidad con la gramaticalmente correcta.

Para el ejemplo de la Figura 2, la probabilidad de la secuencia correcta (marcada en trazo
més grueso), deberfa coincidir con la de méxima de probabilidad, es decir:

P]V[AX Pgoqﬁtwea:to f)le:mca donde
Pcrgr(zl?emto_P(D| <S>)'P(N|D,<S>)'P(V|N,D,<S>)'P(A|VY,N,D,<S>)

ppdz  —  P(Este|D) - P(rio|N, Este_D) - P(est4|V,rio_ N, Este_D) -
P(seco|A,esté_V,rio N, Este D)

En la préactica se utilizan analizadores morfolégicos y diccionarios que nos proporcionan
las posibles categorfas léxicas para cada palabra. Con la ayuda de éstos, se reduce substan-
cialmente el nimero de secuencias posibles de categorfas. Para el ejemplo que se muestra en
la Figura 2, el nimero de secuencias se reduce de 625 a 12 (3x2x1x2), como se puede observar
en la Figura 3. Kl inconveniente que representa el uso de analizadores morfolégicos es que
si no proporcionan todas las posibles categorias de una palabra (en la practica se da esta
situacién), algunas de las secuencias lingiiisticamente posibles no son consideradas.

2<s> Se corresponde con el inicio de frase.



Figura 3: Representacién de las secuencias lingiiisticamente posibles para la frase “Este rio estd seco”.

Para abordar el problema planteado, se suelen introducir algunas aproximaciones, que
aunque no siempre proporcionan la solucién exacta, permiten obtener resultados bastante
aceptables:

e Primero, vamos a suponer que la probabilidad de aparicién de una categorfa sélo de-
pende de un cierto nimero de categorfas que le preceden n. Esta es la aproximacion
conocida como n-gramas, donde los n més usuales son n = 2 (bigramas) y n = 3
(trigramas). Para el caso de bigramas tendremos que:

P(er,yer)m [ Plelei 1) (4)

i=1...T

Con esta aproximacion, y para el ejemplo presentado, tendremos que las probabilidades
de contexto vendrén dadas por Peoptezto = P(D] < s >)P(N|D)P(V|N)P(A|V)

e Segundo, consideraremos que el hecho de que una palabra aparezca en una determinada
categoria es independiente de las palabras que aparecen en las categorfas que le preceden
y le siguen:

P(wy, ...,;wpler, ... or) & H P(w;|e;) (5)
i=1..T

Con esto, las probabilidades léxicas para el ejemplo visto vendrén dadas por la expresién
Pi¢gica = P(Este|D)P(rio|N)P(estd|V)P(seco|A)

Considerando las aproximaciones (4) y (5), el problema se reduce a maximizar la siguiente
expresion:

arg max <i:1mTP(ci\ci_1) -P(wi\ci)> (6)

La informacién involucrada en (6) se puede representar como un Modelo de Markov (MM)
de primer orden, donde cada estado se corresponde con una categorfa léxica, las probabilida-
des de contexto con las probabilidades de transicién entre estados y las probabilidades léxicas
con las probabilidades de emisién de simbolos en cada estado (Figura 4).



P(wic)

P(cilci.1)

Figura 4: Representacién de las probabilidades de contexto y léxicas mediante un MM.

2.1 Estimacion de Probabilidades

Para la resolucién del problema planteado, previamente tendremos que calcular o estimar
los pardmetros que intervienen, es decir, las probabilidades léxicas y de contexto. Para
ello se usan principalmente dos alternativas: la basada en las frecuencias relativas (Métodos
Supervisados) y las que se plantean la reestimacién de los pardmetros de un Modelo de Markov
Oculto (Métodos No Supervisados).

2.1.1 Meétodos Supervisados

Los pardmetros del modelo en los métodos supervisados se pueden estimar por maxima ve-
rosimilitud (a partir de las frecuencias relativas) utilizando corpus etiquetados. Asf, para las
probabilidades de contexto P(c;i|ci—1), no tenemos mas que hacer un sencillo calculo consis-
tente en contar cuantas veces aparece en el corpus la categoria i-1 seguida de la categoria
i y dividirlo por las veces que aparece la categoria i-1. El problema que tenemos es que no
siempre encontraremos en el corpus la secuencia de esas categorfas, o bien si aparece, no lo
hace en un nimero suficientemente grande de veces como para que pueda tener significancia
estadistica. Para el cdlculo de las probabilidades léxicas P(w;|c;) contaremos las veces que
aparece la palabra en la categorfa y lo dividiremos por las veces que aparece la categorfa . El
problema de estimacién sigue siendo el mismo que en el caso anterior cuando en el texto de
aprendizaje no encontramos la palabra en la categoria o bien no aparece dicha palabra (pro-
blema de las palabras desconocidas®), con lo que no podremos estimar su probabilidad. En
los casos problemdticos de la estimacién planteada es necesario utilizar métodos de suavizado
para asignar probabilidades a los eventos no vistos o poco significativos.

2.1.2 Meétodos No Supervisados

En esta aproximacién los pardametros del modelo se estiman a partir de textos no etiquetados.
El problema se reduce a la estimacién de los pardmetros de un MMO, ya que no se conoce
la secuencia de categorias en los textos de entrenamiento (puesto que no estan etiquetados).
Sélo se observan las emisiones asociadas a cada estado, siendo incapaces de ver la secuencia de
estados asociada. El problema se puede abordar con el algoritmo de Baum-Welch [Baum72].
Si lo particularizamos para el caso de bigramas (ver Figura 4), y utilizando la notacién
introducida en [Rabiner86] para un MMO, definimos:

3 Aquellas palabras que no han sido vistas en el proceso de aprendizaje.



e N nimero de estados?

M ndmero de simbolos (vocabulario utilizado)

Q ={q1,q,...,qv} conjunto de estados
o V ={v1,v,...,un} conjunto de simbolos (vocabulario o palabras diferentes utilizado)

o W = {wy,ws,...,wr} frase de entrenamiento, donde T es la talla de la frase y w; € V

e A = {a;;} probabilidad de transicion del estado ¢; al estado g;:
P(qjlqi),1 <i,j < N; (P(C;|Ci—1) para el caso de bigramas)
e B = {bjx} probabilidad de emisién del simbolo v, en el estado g¢;:

P(uglg;),1 < j < N,1 <k <M; (P(w; = vi|C;) para el caso de bigramas)

o II = {m;} probabilidad de que ¢; sea un estado inicial: P(¢g;| < s>),1 <i < N

De manera compacta podemos expresar un MM como el triplete M = (II, A, B).

Definimos la probabilidad hacia adelante oy(i) = P(W<y;i = ¢;) como la probabilidad
de la secuencia wi, wa, ..., w: cuando en el instante ¢; estamos en el estado g; y la probabilidad
hacia atrds 3,(i) = P(Wsy; i = ¢;), como la probabilidad de la secuencia w1, w2, ..., wr
cuando nos encontramos en el mismo instante 4.

Estas probabilidades las podemos calcular mediante el algoritmo Forward-Backward o
Baum-Welch [Baum72| utilizando las recursiones definidas en las ecuaciones (7) y (8) respec-
tivamente.

a(1) = m-bj(wy); 1<i<N

N
agp1(j) = [Zat(i) '%] bj(wer1); 1<j<Nit=1,.,T-1 (7)
=1
Br(i) = 1
N
Bui) = Y aiy-bi(wirn) B (§); 1<i<Nt=1,..,T—1 (8)
j=1

La probabilidad de la frase W se puede calcular utilizando la ecuacién (9):

P(W) = Z ar (i) (9)

Sea W un conjunto de frases de entrenamiento, definimos 7,(7) como la probabilidad de
estar en el estado ¢; en el instante ¢ y 7,;; como el nimero de transiciones del estado ¢; al
estado ¢;, y lo podemos expresar mediante las ecuaciones (10) y (11).

(1) - B ()

4Numero de categorfas en el caso de bigramas, numero de pares de categorfas en trigramas, etc.



= i) - aij - bj(wen) - By ()

Yij = P(W) (11)

Dado un modelo inicial, M; = (II, A, B), podremos reestimar sus pardmetros, a partir
de un conjunto de nuestras de aprendizaje W, utilizando las ecuaciones (12), (13) y (14)
respectivamente.

o= 7(i) (12)
@y = - (13)
Z’Y'L’]
7j=1

Y¢(J)

T t:l,wk =Vk
T .
> 1)
t=1
Intuitivamente,

e T; representa las veces que en el entrenamiento el estado g; es un estado inicial, dividido
por las veces que ha sido visitado.

e a;; es el cociente entre el nlimero de transiciones del estado g; al estado g; y el nimero
total de transiciones que parten del estado g;.

° 7]-;f es la relacién entre las veces que se ha emitido el sfmbolo v en el estado g; y el
ntimero de veces que se ha emitido un simbolo en el estado g;.

Los métodos No Supervisados resultan muy atractivos ya que es més fécil disponer de
grandes corpus de texto no etiquetado. Por otra parte, la eleccién de las categorias es mds
flexible (no es preciso utilizar las que aparecen en el corpus de aprendizaje) y en consecuencia,
el cambio de categorfas o incluso de una lengua a otra, es mucho méds ficil. Sin embargo,
el principal inconveniente es la estimacion del modelo en si, ya que depende mucho de la
inicializacién elegida. Una solucién puede ser escoger las probabilidades de contexto iniciales
todas iguales y las probabilidades léxicas proporcionales a sus frecuencias de aparicién en
el texto de aprendizaje. A partir de este modelo, se aplicaria el algoritmo de reestimacién
Baum-Welch. No obstante, esta solucién en general no da muy buenos resultados y por eso,
el modelo inicial se suele estimar a partir de corpus de texto etiquetado, como en los métodos
supervisados [Merialdo94].

Otro aspecto a tener en cuenta es la estimacién de las probabilidades léxicas. Fn apli-
caciones reales y para tareas no restringidas, la talla del vocabulario utilizado puede ser de
varios cientos de miles de palabras, lo cual dificulta la tarea de aprendizaje. Una solucién
que intenta paliar este problema la podemos encontrar en [Kupiec92] y [Cutting92], don-
de las palabras se sustituyen por clases de equivalencia de palabras. Si se dispone de un
analizador morfoldgico, que para cada palabra proporcione sus posibles categorias léxicas,
podemos sustituir cada palabra por su clase de ambigiiedad, es decir, suponer que todas las
palabras pertenecientes a una misma clase tienen la misma probabilidad. Con esta aproxi-
macién, se pasa de un vocabulario de palabras V = {v1,v9,...,ux} a un nuevo vocabulario
de clases de ambigitedad V = {41, A, ..., Ak} (donde K < N )y las Probabilidades Léricas



P(w; = vg|C;) pasan a ser P(w; = Ag|C;). Asumiendo estas simplificaciones en [Kupiec92]
se pasa de un vocabulario de 226.000 palabras a uno de 202 clases de ambigiiedad sin que
las prestaciones del sistema se vean substancialmente afectadas. Una adaptacién de estas
técnicas para construir un etiquetador para el castellano se puede encontrar en [Sanchez95].

2.2 Meétodos de Suavizado en N-gramas

Como se ha introducido anteriormente, los métodos de suavizado son necesarios para el célculo
de pardmetros poco significativos o no contemplados en el corpus de aprendizaje. Puesto que
las estimaciones se hacen por méxima verosimilitud (proporcionales a las frecuencias relativas
de los sucesos), si la muestra de aprendizaje no es lo suficientemente rica (muestra insuficiente
y/o no completa) se pueden obtener modelos que no se ajusten al problema. Si por ejemplo,
tenemos tres sucesos Sq,.52,53 , con frecuencias 1, 2 y 0 respectivamente, dirfamos que la
probabilidad de 57 es doble que la de S5, y la de S3 es cero, afirmacion que no siempre tiene
porque ser cierta. En la literatura aparecen diversos métodos para solucionar estos problemas
vy que han sido aplicados por sus autores en miltiples aplicaciones, principalmente en el
campo del reconocimiento automético de habla (modelos de lenguaje de diferentes objetos:
unidades acusticas, palabras, categorias léxicas, categorias semdnticas, etc.). En este trabajo
nos centraremos en los relacionados directamente con el problema del etiquetado, es decir,
suavizado de las probabilidades de contexto y léxicas.

Uno de los més sencillos es el conocido como ”Anadir 17 consistente en incrementar todos
los contadores de frecuencias en 1 -ley de Laplace- o en una cierta cantidad & -ley de Lidstone-
donde (0 < k <1).

f(SZ) +k
> (f(Si) + k)

i

Psuavizada(si) = 0<k<l1 (15)

El problema de esta aproximacion es que sobreestima los sucesos con baja probabilidad,
que probablemente, se corresponden con los de mds baja frecuencia.

Otra alternativa es el "Suavizado Plano” en el que se reserva una cierta cantidad uniforme
(P reservada) - quie se descontard a los sucesos vistos, para repartirla entre los no vistos a todos
por igual. Esto obliga a recalcular la probabilidad de los sucesos vistos para mantener la
consistencia del modelo probabilistico.

P modificada (Sz) SZ ?é 0
Psuavizada(si) = P reservada (16)
Ne° de S; No Vistos

Il
o

§ : P modificada _ 1-pP reservada
V5;:5;7#0

Estas aproximaciones las podemos utilizar para la estimacién de las dos distribuciones
de probabilidad que estamos estudiando (léxicas y de contexto). El inconveniente principal
que presentan es que todos los sucesos no vistos se estiman con la misma probabilidad. Para
solucionar este problema se suelen combinar diferentes distribuciones de probabilidad para
dar cuenta de los sucesos no vistos. Los métodos que utilizan esta aproximacién se pueden
clasificar bédsicamente en dos grandes grupos: Interpolacion Lineal v Backoff. El primero



tiene en cuenta todas las distribuciones de probabilidad disponibles para la estimacién de un
determinado suceso. El segundo, sélo utiliza una, la que se espera que sea la méds apropiada
de entre las disponibles para ese suceso. Puesto que estas distribuciones suavizadoras uti-
lizadas dependen del tipo de suceso a estimar, vamos a hacer un estudio separado para las
probabilidades de contexto (Modelo de Lenguaje) y las probabilidades léxicas (Modelo Léxi-
co), particularizando para el caso de bigramas y refiriéndonos a las aproximaciones utilizadas
en etiquetado automadtico de textos.

2.2.1 Meétodos de Suavizado de las Probabilidades de Contexto

Vamos a plantear el problema sobre un modelo de bigramas, el caso mas general de n-
gramas, se podria plantear de igual manera considerando las probabilidades P(c;|¢;—p...ci—1)-
El problema consiste en estimar P(c;|c;) para cualquier par de categorfas (¢;,¢;) € C x C.
Supongamos que se dispone de tres distribuciones de probabilidad: bigramas (P(c;|c;)), uni-
gramas(P(c¢;)) y una para las categorias desconocidas (P(Cges)) y que las queremos combinar
mediante Interpolacion Lineal v Backoff.

La solucién mediante Interpolacion Lineal queda expresada en la ecuacién (17), donde
los pardmetros de interpolacién pueden ser estimados experimentalmente o utilizando una
variante del algoritmo forward-backward denominado “deleted interpolation” [Jelinek85] [Je-
linek91]. El nimero de pardmetros a estimar se reduce considerablemente si suponemos que
son independientes de la categorfa considerada ¢;, y en consecuencia se pueden calcular de
una manera mds sencilla como se propone en los trabajos de H. Ney [Ney91] [Ney94].

PI"(¢ile;) = A - Pleile) + Nz - P(e) + Nig - P(Cues); M +Ae+Xiz=1  (17)

La solucién mediante BackOff consiste en descontar una cierta masa de probabilidad a los
sucesos vistos para repartirla entre los no vistos de manera proporcional a otra distribucién
de probabilidad. Se puede ver como un caso particular de interpolacién lineal en el que
para cada suceso, sélo un pardmetro \; puede ser distinto de cero. Bajo esta asuncién,
podemos encontrar diversas aproximaciones dependiendo de la funcién de descuento utilizada
y sobre qué sucesos se aplica. En la ecuacién (18) presentamos la aproximacién introducida
en [Katz87], donde r es la frecuencia del suceso, k es un umbral (definido experimentalmente)
a partir del cual aplicamos la funcién de descuento d, y « es una constante de normalizacién
para garantizar que »  P(¢ile;) =1,V

VCZ‘

' P(cilc;) r>0, 7>k
P Suavzzada(ci|cj) — dy - P(Ci|Cj) O<r<k (18)
a- P(c) r=0

La funcién de descuento utilizada por Katz, "Good Turing Discount” (19), se define
en funcién de unos contadores especiales (nz: numero de veces que un suceso aparece con

frecuencia x) calculados a partir del corpus de aprendizaje. Esta funcién garantiza que el

descuento total aplicado sea igual a ‘3, siendo n; el ndimero de sucesos de frecuencia 1y R

el nimero total de muestras de entrenamiento.

(r+Dnrgr (et 1)npgs

- TN, 71
K IRV Y (19)
1




El principal inconveniente de esta aproximacién es la determinacién experimental del
umbral k£ y el célculo de d,, puesto que para algunos casos la ecuacién puede dar valores
indefinidos.

En la literatura aparecen otras alternativas que no tienen en cuenta el umbral k (expresién
20) y que garantizan que d, > 0 para todo r, cumpliéndose ademds, que el descuento total
aplicado es de 7.

- dy - P(cile;) >0
Suavizada(,, | ..\ _ T )
P el ={ o pe 120 20)

El descuento lineal |Jelinek91] aplica el mismo descuento a todos los sucesos independiente
de su frecuencia (ecuacién 21), por lo que la evaluacién en términos de perplejidad suele dar
peores resultados.

n
d, = El (21)

El descuento absoluto |[Ney93|[Ney94| reduce en una constante b las probabilidades de

todos los sucesos (22).

r—b

dy = donde b =
R onae

e (22)

Una revisién de todos estos métodos, asi como su constrastacién experimental sobre el
corpus en inglés " Wall Street Journal”, se puede encontrar en [Young97]. En [Church88] [De-
Rose88] [Maltese91] [Kupiec92] [Cutting92] [Church91] [Merialdo94] [Weischedel93] [Demar-
tas95| podemos encontrar su aplicacién (en algunos casos con pequefias variaciones) al pro-
blema de etiquetado.

2.2.2 Probabilidades Léxicas

La estimacién de las probabilidades léxicas conlleva una gran dificultad para las palabras de
baja frecuencia e indudablemente sobre todo para las palabras desconocidas (aquellas que
no aparecen en el conjunto de entrenamiento). Cuando aprendemos el modelo de lenguaje
junto con el modelo 1éxico, se hace con un cierto corpus y éste, generalmente, no cubre todo el
espectro léxico de la aplicacién. Este hecho hace que ante una frase nueva aparezcan palabras
no contempladas en el entrenamiento. El problema se agrava cuando cambiamos el dominio
de la aplicacién y pretendemos reutilizar los mismos modelos. Fn este caso, el 1éxico puede
diferir substancialmente del aprendido inicialmente.

Las aproximaciones utilizadas para este fin sigunen bdsicamente dos tendencias, que en
algunos casos se complementan:

(a) Se trata de modelar el comportamiento de las palabras desconocidas en cada categoria
definiendo una distribucién de probabilidad para las mismas.

(b) Se utiliza informacién morfoldgica para determinar la probabilidad de pertenencia de
una palabra a una determinada categoria.

En el primer grupo cabe destacar la aproximacion presentada en [Demartas95]. En este

trabajo, se realiza un estudio experimental en el que se concluye que ”la distribucion de
probabilidad de las palabras desconocidas es muy similar al de aquellas palabras que aparecen
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con frecuencia 1 y ademds, muy diferente al de las palabras conocidas”. Basdndose en esta
hipétesis, la estimacién de estas probabilidades se hace mediante la ecuacién (23).

P(CZ|”LU desconocida) . P(w desconocida)
Pcs)
P(CZ’U) menos_p'r‘obable) R P(w desconocida)

P(c;)

P(w desconocida|cl) _
' =

(23)

Q

Las P(c;jw menos_probabley v P(c)) se calculan a partir del corpus de entrenamiento.
P(w desconocida) g estima a partir de textos abiertos, distintos al de entrenamiento, obser-
vando las palabras que estdn fuera del léxico aprendido y viendo a qué categoria pertenecen.
Finalmente, todas las probabilidades se normalizan para garantizar la consistencia estocédstica
del modelo, ecuacién (24), donde M es la talla del vocabulario y N el nimero de categorias
léxicas.

M
Zp(w 50nocida|ci) + P(w desconocida|ci) -1 Vi=1..N (24)
=1

En [Merialdo94| se define una funcién de distribucién uniforme (25), inversamente pro-
porcional al nimero de palabras en cada categoria ¢; (T'(¢;)). Esta distribucién se interpola
linealmente con la de las palabras conocidas (26). Los pardmetros de interpolacién se pue-
den estimar experimentalmente o bien siguiendo alguna de las técnicas comentadas para las
probabilidades de contexto.

unt forme 1
p it (wjlei) = (@) (25)
P M wjle;) = X+ P (wjles) + (1= X) - P O™ (wj]e;) (26)

En el segundo grupo, se tiene en cuenta informacién morfoldgica de las palabras, cabe
destacar la propuesta de [Weischedel93] donde se tiene en cuenta, para el inglés, flexiones
verbales (FV : -ing, -ed,-s), finales caracteristicos de palabras derivadas (FP : -ion, -ly, ...),
palabras en mayuscula (M), etc. Se estiman las probabilidades de estas caracteristicas para
cada categorfa (P(FV|¢;), P(FP|c;), P(M|c;),...) y se combinan para el cdlculo de las proba-
bilidades léxicas. Una aproximacion similar, también para el inglés, se presenta en [Franz97].
En este trabajo, se combinan un conjunto de caracteristicas morfolégicas mayor, produciendo
unos resultados mejores a nivel de etiquetado para las palabras desconocidas. También se
hace un estudio muy detallado sobre los distintos tipos de error de etiquetado: confusiones
més frecuentes de categorfas, influencia del modelo de lenguaje o del modelo 1éxico en los
mismos, etc.

2.3 Algoritmo de Etiquetado

Para la aproximacién planteada, el algoritmo de etiquetado debe resolver la ecuacién (1), con
las simplificaciones consideradas en (4) y (5), es decir, debe resolver el siguiente problema
(ecuacion (6)):

argmgx( H P(Ci|ci—1)P(wi|Ci)>

i=1...T
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La resolucién de esta ecuacién es un problema bien conocido de Programacién Dindmica
que se puede implementar facilmente utilizando el algoritmo de Viterbi [Viterbi67] (véase
Apéndice A) con un coste computacional de O(N|T|*) (donde T es el niimero de etiquetas y
N el nimero de palabras). Esta es la aproximacién més utilizada y consiste en encontrar la
mejor secuencia de estados en un MM para una frase de entrada, maximizando sobre todas
las posibles secuencias de categorfas que se pueden generar.

Una variante a esta aproximacion consiste en elegir la etiqueta mas adecuada, para cada
palabra de la frase, teniendo en cuenta sus probabilidades lézicas®. Para el cdlculo de estas
probabilidades se considera el contexto en el que aparecen. Asi para calcular P(c;|w;) para
cada categorfa ¢; , en el contexto anterior wq, ..., w;_1, se puede utilizar el algoritmo Fordward
(ecuacién (27), véase Apéndice B):

0]

> %)

j=1..N

P(cilwiwn, ...,wi—1) =

(27)

Para obtener la mejor etiqueta para la palabra w;, se elegird la de mayor probabilidad,
ecuacion (28).

arg max (P(ciwiswi, -y wi-1)) (28)

La principal diferencia entre las ecuaciones (6) y (28) es que, en (6) se maximiza sobre
toda la frase, mientras que en (28) la maximizacién se plantea a nivel de palabra: para w; se
maximiza sobre las posibles etiquetas (¢;) en el contexto de la frase. Este proceso se repite
para todas las palabras de la frase.

También se puede considerar el contexto posterior de la palabra w;, con lo que su proba-
bilidad léxica se estimarfa mediante el algoritmo Fordward-Backward (ecuacién 29):

Qi) B
> (aj(t) 'ﬁj(t))

j=1..N

P(ci|wi;w1,...,wi_l,wi,wiJrl,...,wT) = (29)

En la mayor parte de los trabajos sobre etiquetado [Church88| [DeRose88] [Cutting92]
|Weischedel93] [Demartas95| se utiliza el algoritmo de Viterbi como etiquetador debido a que
su implementacién es més sencilla. Ademds, Viterbi proporciona una mejor interpretacién
lingiifstica a nivel de frase, ya que, en el proceso de etiquetado, sélo considera la secuencia
de mayor probabilidad en vez de considerar todas las posibles secuencias, como se hace en
el algoritmo Forward-Backward, con lo que en este 1iltimo se tienen en cuenta secuencias de
categorfas que pueden ser lingiifsticamente imposibles.

Para el ejemplo de la Figura 2, y para la palabra “rio” en la etiqueta "N”, mediante
Viterbi se elije un unico camino, el de méxima probabilidad (probabilidad acumulada Pg.
multiplicado por la probabilidad de transicién) para llegar a este nodo: mdz{P(N/D)-Pa.(D),
P(N/P)-P4c(P), P(N/V)-Pac(V), P(N/N)-Poce(V), P(N/A)-Pqc(A)}. Cuando se utiliza el al-
goritmo Forward-Backward se consideran todos los posibles caminos, se suman todas las pro-
babilidades de todos los caminos que llegan a ese nodo, sum{P(N/D)-Pa.(D), P(N/P)-Pa.(P),
P(N/V)-Puce(V), P(N/N)-Poce(V), P(N/A)-Pac(A)}, con lo que se pueden consideran secuen-
cias de categorias lingiifsticamente incorrectas.

En [Merialdo94] se comparan ambas aproximaciones obteniéndose resultados de etiqueta-
do similares.

9En este caso entendemos por probabilidad léxica: P(c;|w;)
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3 Etiquetado probabilistico basado en Gramaticas.

La aproximacién presentada para la creacién de un modelo de lenguaje de unidades léxi-
cas, se basa en modelar secuencias de unidades, de longitud fija n (n-gramas), y determinar
las probabilidades de las mismas (probabilidades de contexto). Estas secuencias, se combi-
nan posteriormente para modelar la frase completa utilizando la ecuacién (4), donde se ha
particularizado para el caso de bi-gramas.

Los Modelos basados en n-gramas tienen el gran atractivo de que pueden ser (facilmente)
establecidos de forma automaética a partir de un conjunto de frases del lenguaje. Se observa
en ellos una flexibilidad en las restricciones sintdcticas propias del lenguaje que resulta muy
conveniente para la modelizacién de algunas tareas. Si se plantean aplicaciones con grandes
vocabularios y no especificas (no restringidas a un dominio sintdctico y/o semdntico), una
aproximacién inspirada en n-gramas parece ser lo mas adecuado. Sin embargo, debido a
limitaciones computacionales, el valor de n ha de mantenerse bajo, por lo que estos métodos
no son capaces de explotar la estructura global de las frases del lenguaje, la cual a veces
puede ayudar a reducir ambigiiedades locales.

Otra tendencia, utilizada en multiples aplicaciones de modelizacién del lenguaje, asume
que el lenguaje a modelizar se particulariza a un subconjunto (mas o menos restringido) de
una lengua natural, y que por lo tanto, se puede definir un formalismo gramatical (graméticas
regulares o incontextuales) que determine las secuencias posibles o probables que definen las
frases pertenecientes a dicho lenguaje; a estos formalismos (probabilisticos o no) basados
en la especificacién de la estructura completa de las frases, los denominaremos Modelos de
Lenguaje basados en Gramadticas. En este trabajo se utiliza un modelo de lenguaje gramatical
para ser incorporado como modelo de contextual en el proceso de etiquetado.

3.1 Modelos basados en Gramaticas

Los Modelos basados en Gramdticas se caracterizan por su capacidad para representar las
restricciones del lenguaje de una manera mds natural, sin embargo, su principal inconveniente
radica en que, normalmente, la definicién de estos modelos entrana gran dificultad para tareas
que conlleven lenguajes préximos a lenguajes naturales (pseudo-naturales). Por otra parte,
estos Modelos basados en Gramaéticas, pueden resultar demasiados rigidos y complicados para
abordar tareas de modelizacién del lenguaje no restringido. No obstante, en nuestro caso,
a pesar de que el lenguaje es no restringido, lo que se pretende modelar son secuencias de
categorfas (no de palabras), lo cual hace que el vocabulario se pueda considerar reducido. Las
categorfas léxicas consideradas en este trabajo se detallan en el el Apéndice C. A pesar de
esta simplificacién, para garantizar la completa modelizacién de las secuencias consideradas,
nos veremos obligado a incorporar técnicas de suavizado, al igual que hemos hecho para el
caso de n-gramas. Se pueden incorporar técnicas de correccién de errores [Gonzalez78|, que
paliarfan de alguna manera este problema, con la contrapartida de provocar una relajacién
(quizés excesiva) de las restricciones del lenguaje. En nuestro caso, adaptaremos las técnicas
de suavizado de n-gramas para los modelos gramaticales.

Podemos encontrar diferentes aproximaciones a la modelizacién del lenguaje en el mar-
co de la Inferencia Gramatical como las que se presentan en [Segarra9l] [Prieto92] [Sega-
rra93] [Bordel94]. Estas aproximaciones abordan el aprendizaje automdtico del modelo de
lenguaje, en concreto gramédticas regulares estocdsticas, a partir de una muestra representati-
va de frases pertenecientes a dicho lenguaje. De esta forma, se quiere aglutinar las principales
ventajas de los modelos basados en N-gramas y los modelos basados en gramadticas: represen-
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tacién sintdctica de las relaciones entre las unidades lingiifsticas, entrenabilidad, capacidad
discriminativa y flexibilidad, principalmente. Una de estas aproximaciones, que utiliza co-
mo método de inferencia el heuristico ECGI [Rulot87], es la que utilizaremos para inferir
el modelo de lenguaje utilizado por nuestro etiquetador. Creemos que una alternativa a la
modelizacién del lenguaje por medio de n-gramas puede basarse en una aproximacién que
utilice formalismos relacionados con gramdticas formales y que incorpore técnicas de apren-
dizaje automdtico, sin perder de vista la posibilidad de poder combinar o hacer colaborar los
modelos de n-gramas con estos modelos.

3.2 Inferencia de un Autémata de Estados Finitos (AEF) mediante el al-
goritmo ECGI

El algoritmo ECGI es un procedimiento de inferencia gramatical de gramédticas regulares
que se fundamenta en el andlisis sintdctico corrector de errores. Este método se propuso
a mediados de los 80 [Rulot87] [Rulot&9] como respuesta a la necesidad de definir modelos
acusticos que representen la estructura de la sefial vocal y que se puedan estimar a partir de
muestras. Desde entonces, se han publicado muchos trabajos sobre el mismo, que van desde
estudios especificos del algoritmo de inferencia hasta numerosas aplicaciones en el marco del
reconocimiento automdtico de habla.

El ECGI es un heuristico que construye una gramética regular (o el equivalente autémata
de estados finitos) de una forma incremental a partir de un conjunto de muestras positi-
vas, consideradas una detrds de otra. Como tal heuristico, incorpora directamente cierto
conocimiento sobre el dominio de la aplicacién en el proceso de inferencia. En particular,
este proceso incide especialmente en la consecucién de cierta capacidad de abstraccién para
capturar la variabilidad relevante que presentan las subestructuras locales de la muestra de
aprendizaje en funcién de sus posiciones en las mismas, sus duraciones y sus concatenaciones.

Inicialmente se construye un autémata (o gramdtica regular) trivial que sélo reconoce
(genera) la primera cadena del conjunto de muestras. A continuacién, para cada nueva cadena
de la muestra que no pertenece al lenguaje reconocido por el autémata obtenido hasta ese
momnento, se actualiza dicho autémata afiadiendo aquellos estados y transiciones que sean
necesarios para que la nueva cadena sea aceptada por el autémata. Con el fin de determinar
dichos estados y transiciones, se incorpora un esquema de correccién de errores estdndard
(insercién, sustitucién y borrado) y se utiliza un procedimiento basado en Programacién
Dindmica (similar al algoritmo de Viterbi ) para encontrar el mejor alineamiento entre la
cadena de entrada y la cadena mds préxima en el lenguaje reconocido por el autémata
actual. El resultado de esta fase de an4lisis sintdctico con correccién de errores se utiliza para
modificar el autémata aprovechando al médximo la estructura del actual; asi pues, sélo las
transiciones de error (o secuencias de transiciones de error), conducen a la adicién de nuevos
estados y transiciones. Este mecanismo de construccién incremental es tal que conduce a
la obtencién de autématas sin ciclos, en los que cada estado tiene asignada una etiqueta
(terminal).

Sin embargo, para que estos autématas puedan ser utilizados en situaciones précticas,
deberemos considerar informacién estadistica. Para conseguir esto, las probabilidades de las
reglas pueden ser estimadas a partir de su frecuencia de uso en el proceso de construccién del
mismo a partir de las muestras de entrenamiento. Mds detalles de la extension estocdtica del
algoritmo ECGI se pueden encontrar en [Rulot89] [Vidal93] [Prieto92] [Prieto95].

Recientemente y en el drea del etiquetado automdtico de textos, se ha estudiado la via-
bilidad de utilizar modelos de lenguaje de categorfas léxicas estimadas a paritr del algoritmo

14



ECGI [Pla98]. También se han estudiado diferentes métodos de suavizado sobre los modelos
ECGI, que describiremos a continuacién.

3.3 Suavizado de modelos ECGI

El modelo contextual inferido mediante el algoritmo ECGI es una gramédtica regular esto-
cdstica o su equivalente automdta finito estocdstico. En concreto, tendremos un autémata
finito estocdstico no determinista y ambiguo.

Definicién 1 Un autémata finito estocdstico es una mdquina definida por una 6-tupla
Apr = (Q,%2,8,q0, F, D), en la que Q, ¥ y I son respectivamente, conjuntos finitos de
estados, stmbolos de entrada y estado finales; qo es el estado inicial, § : Qx¥ — 29 es una
funcion de transicion entre estados a la que D asigna un conjunto de probabilidades.

Los autématas inferidos no aseguran una adecuada cobertura del lenguaje que se pretende
analizar. Diferentes ideas de tipo practico, inspiradas en los modelos para n-gramas, se han
incorporado a éstos con el fin de conseguir coberturas aceptables y estimaciones fiables. Para
cada estado se ha extendido el autémata original modificando el conjunto de transiciones
y el de probabilidades de transicién, de tal manera que se garantice que se pueda transitar
con cualquier simbolo desde cualquier estado. Asf pues, dado un autémata inicial inferido
con el algoritmo ECGI, Agr = (Q, X, 0, qo, F, D), contruiremos un nuevo autémata A},;F =
(@, %, 61, qo, F, D'), en el que se ha incrementado el conjunto de transiciones 6Iy se ha definido
una nueva funcién D' que asigna las probabilidades a las transiciones. Esta nueva funcién
D', debera cumplir la propiedad de consistencia estocdstica, es decir, que la suma de las
probabilidades asociadas a todas las transiciones que parten de un estado g debe ser 1.

En la Figura 5 se presenta parcialmente el conjunto de estados de un autémata ECGI.
Fn negrita se muestran las transiciones vistas en el proceso de entrenamiento para un estado
genérico g € Q) (i.e. gx — G , @k — ¢p), ademds de una transicién no vista (que llamaremos
de suavizado, i.e. ¢ — ¢;). A continuacién se muestra la notacién utilizada para presentar
los métodos de suavizado.

P(qx—>q)

aP(CqjlCqy)

Figura 5: Transicionesdel modelo ECGI extendido.

NOTACION:

e F} : frecuencia del estado ¢
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o fi; : frecuencia de la transicién del estado g al estado ¢;
e Cs={Cy,...,Cy} : conjunto de simbolos (categorfas léxicas)
e C, : Sfmbolo (categorfa léxica) asociado al estado g;

o P(qx — ¢) : probabilidad de transicién del estado ¢ al estado ¢; (transiciones obser-
vadas en el entrenamiento) y que denotaremos por P(g;|qx)

e aP(C @ |C Qk) : probabilidad de transicién del estado g al estado g;, proporcional a la
probabilidad de la secuencia de stmbolos Cy, Cy, (transiciones de suavizado anadidas)

3.4 Adaptacién de los Métodos de Suavizado para los Modelos ECGI

Los métodos de suavizado para modelos de n-gramas no son directamente aplicables a modelos
de estados finitos. Aunque los modelos de n-gramas se pueden considerar como modelos
regulares, el modelo de autémata que utilizaremos (AEF inferido con el algoritmo ECGI)
es no determinista y ambiguo, lo cual obliga a adoptar un tratamiento distinto al de los
n-gramas, ya que estos si son deterministas.

Sea Cs={Cy,...,Cy} el conjunto de categorfas léxicas utilizado (terminales), y gx un
estado cualquiera del autémata inferido, distinto del estado final.

Detfinimos los siguientes conjuntos:

e S;={q;:fr;> 0} : conjunto de estados sucesores del estado g, vistos en el entrena-
miento.

o (= {qu: q,;€ Sk} : conjunto de categorfas léxicas correspondientes a los estados de Sy,.

o (= {qu: Cyi¢Cr N q;¢ Si} @ conjunto de categorfas no vistas como sucesores del
estado ¢ (conjunto complementario de Cj, respecto de Cgs).

e S—lq.-q.¢S. AC. cTiAFi= max F.)} : conjunto de estados suceso-
k {qJ qﬁé K K b / Vg ¢Sk A C%:qu( Z)} J

res de suavizado para el estado g (para garantizar que se pueda transitar del estado
qr a otro estado con cualquier simbolo de entrada € Cs). Como pueden haber varios
estados candidatos a sucesores de ¢ con el mismo sfmbolo, elegiremos el de mayor
frecuencia.

Supongamos que disponemos de dos funciones de distribucién de probabilidad: la proba-
bilidad de transicién entre los estados del autémata y un modelo de bigramas de los stmbolos
utilizados (categorias Cs), ambas funciones estimadas a partir del mismo conjunto de datos
de entrenamiento. Nuestro objetivo consiste en combinarlas, mediante interpolacién lineal o
backoff, para definir las probabilidades del autémata extendido AIE T

3.4.1 Interpolacién Lineal(IL)

La interpolacién lineal es un método de suavizado en el que para estimar las transiciones
entre estados se tienen en cuenta todas las funciones de probabilidad disponibles. En nuestro
caso combinaremos las dos anteriormente comentadas. El factor de interpolacién se puede
definir de manera global v unica para todos los estados del autémata o bien particularizarlo
a cada estado.
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Interpolacién Lineal Constante(ILC). Para determinar la probabilidad interpolada
P!(gilqr), utilizaremos la expresién (30):

PHgilqr) = (1 = N) - Preci(gilar) + X - Peraran(Cy|Cy,); Vai € S U'Sy, (30)

El factor de interpolacién A, se define como la relacién &, cumpliéndose que 0 < A < 1.
FEste valor es tinico para todos los estados del autdmata y se calcula a partir de la informacion
que se obtiene de los autématas inferidos. En esta expresion, ni es el nimero de transiciones
en el autémata con frecuencia 1 y N el niimero total de transiciones.

Esta interpolacién tambien se aplicard al conjunto de transiciones S; de cada estado gy
(aunque en este caso las probabilidades P(g;|qx) = 0 seran igual a cero).

Debido a la naturaleza de los modelos utilizados (autématas estocdsticos no determinis-
tas), es preciso aplicar un proceso de reescalado o normalizacién para mantener la consistencia
estocdstica, es decir, exigir que se cumpla:

> Plailgr) =1,Vk
‘v’i:qiESkUS_;,-,

Interpolacién Lineal dependiente del Estado(ILE). Otra alternativa, que intenta par-
ticularizar el valor de A para cada estado, consiste en definir A\, = T}}:—ﬁ, 0 < A < 1. En este
caso la expresién que se utiliza es (31), debiendo aplicar el mismo proceso de normalizacién

que para el caso de ILC.

Plgilgr) = (1 — M) - Peear(ailar) + M - Peiaram(Cy|Cq,); Ve € Sy U Sy (31)

3.4.2 Backoff (B)

A diferencia de la Intepolacién Lineal, el método de Backofl utiliza para la estimacién de
cada evento sélo una funcién de distribucién (no las combina como en el caso anterior). El
conjunto de las nuevas probabilidades de transicién suavizadas (P(gs|qx)) viene dado por la
expresion (32), donde las transiciones vistas son penalizadas con un descuento d(g) y las no
vistas se estiman de manera proporcional () a la probabilidad de los simbolos asociados a
los estados considerados (P(Cy,|Cy, ).

S0 [ d(ar) - P(qilge) fri >0 (¢ € Si)
Plala) = { o-P(CylCp)  for =0 (g; € 5 (32)

En la seccién 2.2 se ha descrito el suavizado de Backoff con algunas funciones de descuento
para modelos de n-gramas. A continuacién presentamos las funciones de descuento que hemos
definido para los modelos obtenidos con el algoritmo ECGI.

Descuento Lineal (BDL). Se aplica el mismo descuento a todas las transiciones de un
estado. La cantidad a descontar en cada estado gi, depende de la frecuencia del mismo, Fj
v de las transiciones de frecuencia unidad, nqg.

o tl

d(qe) =1 Tt 1

En el autémata inferido se cumple que

> Plailg) =1,k

Vi:q; €Si;
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Aplicando la funcién de descuento tendremos que

Mg +1
Z Plglg) = > dlar) - Plalar) = R
Vi:q; €Sk Vi:q; €S
Se observa que la cantidad a repartir entre las transiciones no vistas es de CR(k) = %L'H
k1

La interpretacién de CR(k) es la siguiente: cuanto mayor sea el nimero de transiciones
de frecuencia 1 observadas (transiciones poco significativas) mayor serd el valor de CR(k),
mientras que CR(k) disminuird cuanto mayor sea la frecuencia del estado considerado Fy, (si
un estado tiene alta frecuencia, generalmente sus transiciones serdn mds significativas). Para
garantizar que CR(k) > 0 (puede haber estados en que nq; = 0), anadimos 1 en el numerador
y denominador.

Esta cantidad la repartiremos teniendo en cuenta la distribucién de probabilidad de bi-
gramas de los sfmbolos de los estados.

Para que se cumpla que > ]B(qz\qk) = 1,Vk, la suma de probabilidades de las
‘v’i:qiESkUS_;,.
transiciones no vistas para el estado g debe valer

~ nig + 1
> Plala) = o
Viig; €Sy

por lo que se define un factor de normalizacién « como:

niptl
o — Fr+1
> P(C4]Cy)
Vi:q; €S

Obsérvese que para los estados que cumplen que ny; = F (estados de los que sélo parten
transiciones de frecuencia 1), la funcién de descuento d(gx) vale 0. La solucién adoptada
en estos casos consiste en asignar como probabilidad de transicién la dada por el bigrama
correspondiente, es decir, P(¢;|qr) = P(Cy,|Cq, ). En consecuencia, la masa de probabilidad

a repartir entre los sucesos no vistos para estos estados vendra dada por Y. P(Cg|Cy,).

Descuento en Funcién de la Frecuencia (BDFF). El descuento lineal presentado ante-
riormente aplica el mismo descuento a todas las transiciones de un estado independientemente
de su frecuencia. Una solucién méds adecuada es definir una funcién que descuente més a las
transiciones de menor frecuencia y menos a las de mayor. Si suponemos, igual que en el
caso anterior, que el descuento total por estado es %, una funcién, que cumple dichas
caracteristicas para un estado genérico qg, podrfa ser la siguiente:

C(k

W) cm =
sz

donde C(k) es una constante definida para cada estado g que depende de la frecuenia del

mismo, del nimero total de transiciones y de las de frecuencia 1.

En la Figura 6 se puede observar el comportamiento de la funcién d (fy;) para distintos
valores de C(k).

n1k+1 Fk

d(fei) = (1~ o1 N (0<C(k) <)

(1) C(k) = 0. Se corresponde con la funcién constante d (fy;) = 1 (curva superior). Esta
situacién no se da en nuestra aproximacién puesto que siempre aplicamos un descuento
a todas las transiciones.
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Figura 6: Representacién de la funcién de descuento de probabilidad en funcién de la frecuencia de
las transiciones

(2) C(k) = 1. Se corresponde con la curva inferior. En nuestra aproximacion sélo se puede
dar este caso para estados que cumplan que nip = Fy = Nj. Esto obliga a que todas
sus transiciones sean de frecuencia 1 (se corresponde con el punto fx; = 1 de la curva).
La solucién adoptada en estos casos es la misma que en BODL.

(3) C(k) = 0.6. Se corresponde con la curva de trazo discontinuo. Es el valor medio
experimental de C(k) calculado sobre los autématas inferidos sin tener en cuenta los
estados en que C(k) =1 (si se tienen en cuenta estos valores el valor de C(k) =~ 0.7)

Se puede observar que las probabilidades con frecuencia menores, tienen valores de d ( fi;)
menores, con lo que al multiplicarlos por las probabilidades asociadas que se obtienen en el
proceso de aprendizaje, se observa una mayor reduccién (se ven més penalizadas).

Cuando se aplica esta funcidn, al igual que para el caso de BDL, se deberd cumplir para
las transiciones observadas la expresién (33).

nig + 1
> d(fu) - Plailar) = 1- — , Vk (33)
. Fr+1
Vi:g; €Sy
Y para las transiciones no vistas
~ nie+1
Z Plgilgr) = Z a- P(Cy,|Cy,) = L+l Vk;
Vi:qies_/,-, \V/i:qies_/,-,
n]k+1
o e
donde a= Z fl(C%'qu)

Vi:g; GS_A:

3.5 Descripcion de un Etiquetador basado en el ECGI

En la Figura 7 se presenta un esquema del etiquetador utilizado en este trabajo. En él se
distinguen dos fases: Entrenamiento y Etiguetado. En la fase de Entrenamiento se obtienen
los Modelos de Lenguaje (contextuales) y el Modelo Léxico. En la fase de Etiquetado se realiza
el andlisis morfoldgico de las palabras de la frase de entrada y se asignan las categorias léxicas
de acuerdo a los modelos contextuales y 1éxicos.
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Figura 7: Descripcién de un Etiquetador basado en ECGI.

Fase de Entrenamiento. La fase de entrenamiento de los modelos se realiza a partir de
un corpus etiquetado y revisado por un experto, el cual en principio podemos suponer que
estd libre de errores (aunque en la practica no es lo habitual). A partir de las secuencias de
categorias (C') se aprenden dos modelos de lenguaje de categorias: un Modelo de Bigramas
v un Modelo Gramatical utilizando el algoritmo ECGI.

El Modelo de Bigramas se puede estimar y suavizar utilizando cualquiera de las técni-
cas anteriormente expuestas. En particular, hemos utilizado la herramienta SLM Toolkit,
descrita en [Rosenfel95]| [Clarkson97|. Esta se compone de un conjunto de utilidades que
permiten contruir modelos de lenguaje de n-gramas y evaluarlos por medio de la perplejidad
del conjunto de prueba. En nuestros experimentos se han utilizado bigramas con suavizado
de Back-Off y con la funcién de descuento ” Good-Turing”.

El Modelo ECGI obtenido se extiende con las nuevas transiciones y se modifican las
probabilidades segun las diferentes técnicas descritas en los apartados anteriores (ILC, ILE,
BDL, BDFF).

El Modelo Léxico se estima de la manera usual, a partir de texto etiquetado teniendo
en cuenta los pares formados por cada palabra y su correspondiente categoria (W,C). Se
calculan las frecuencias de las palabras, categorfas y de cada palabra en cada categorfa.
Estos datos son necasarios para estimar las probabilidades léxicas (P(w;|c;)). Debido al
hecho de que éstas probabilidades son m&s dificiles de estimar y de aplicar los métodos de
suavizado directamente, se han cdlculado las simétricas (P(c;Jw;)). Se ha elegido el suavizado
presentado como ”Anadir uno”. Para las palabras desconocidas (no contempladas en el
conjunto de entrenamiento), su probabilidad se aproxima por la probabilidad de la clase de
ambigiiedad correspondiente de la palabra y si esta es cero por la probabilidad de la categorfa.
A continuacién, se renormalizan y utilizando la regla de Bayes, se calculan las probabilidades
simétricas buscadas.

Finalmente, apuntar que este esquema de entrenamiento también se puede utilizar para
conseguir corpus supervisados de mayor talla, utilizando técnicas de ”bootstrapping”. A
partir de un conjunto de entrenamiento inicial, se puede aprender unos modelos y utilizar
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éstos para etiquetar una parte del corpus no supervidada. A continuacién, se supervisa esta
parte, y se utiliza para obetener nuevos modelos. Si reptimos el proceso, podemos incrementar
el conjunto de entrenamiento en cada iteracién.

Fase de Etiquetado. La fase de efiquetado o desambiguacién léxica de un texto no res-
tringido tiene un preproceso realizado por el Analizador Morfolégico MACO+ [Carmona98|.
Inicialmente, el analizador segmenta los textos de entrada a etiquetar en tokens. Es capaz de
identificar signos de puntuacién, abreviaciones, nimeros, nombres propios, agrupaciones 1éxi-
cas (locuciones adverbiales, fechas, concatenaciones de nombres propios ...), etc. Como salida
proporciona para cada token detectado, todas sus posibles categorfas léxicas. Teniendo en
cuenta esta salida y el modelo léxixo, se asignan las probabilidades léxicas (P(w;|c;)). Estas
probabilidades, junto con el Modelo de Lenguaje elegido, componen la entrada al etiquetador.
El proceso de etiquetado consiste en, dada una frase de entrada, encontrar la secuencia de
estados de mayor probabilidad, en un Modelo de Bigramas o en un modelo ECGI, mediante
el algoritmo de Viterbi [Viterbi67]. Una vez obtenida la secuencia de estados 6ptima, como
cada estado tiene asociada una udnica categorfa léxica, se dispone de la mejor secuencia de
categorias para la secuencia de palabras (tokens) de entrada y éste es su etiquetado.
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4 Estudio Experimental

Fn este apartado se presentan los resultados de etiquetado obtenidos para los corpus LEXESP
v BDGEQ. Los pardmetros que se tienen en cuenta en cada uno de los experimentos son los
siguientes:

e Error de etiquetado: porcentaje de palabras mal etiquetadas respecto a un conjunto de
referencia.

% > log P(gi+1lg9:)
e Perplejidad: La perplejidad se ha calculado como PP =10 — #0..N—1 , donde

N es el numero de palabras y P(q;11|¢;) son las probabilidades de transicién entre
estados correspondientes al mejor camino de alineamiento para cada frase, sin tener en
cuenta las probabilidades léxicas. La probabilidad de una frase se ha aproximado por
la del camino de mayor probabilidad en el autémata.

o N°de transiciones Vistas i No Vistas: para el etiquetado con los modelos ECGI extendi-
dos se computan las transiciones que corresponden a suavizado (TNV) y las que se han
sido observadas en el proceso de entrenamiento (7'V'). Estos valores son significativos
para razonar sobre la cobertura del modelo ECGI.

e Transiciones de frecuencia 1 y N°de estados: para los modelos ECGI utilizados se
estima el porcentaje de transiciones de frecuencia 1 respecto al total (&), ademds del
mimero de estados de los autématas inferidos.

4.1 Definicién de Categorias Léxicas

Un aspecto muy importante en los trabajos de etiquetado es el conjunto de etiquetas léxicas
que se utiliza. En la literatura se presentan diferentes conjuntos que varian notablemente de-
pendiendo del grado de detalle que se considere. Podemos encontrar desde etiquetas simples,
las cuales unicamente consideran informacién sintdctica elemental (V: verbo, N: nombre, A:
adjetivo, etc.), hasta las que de forma estructurada, contemplan aspectos morfoldgicos, como
género, ninero, caracteristicas de los verbos como tiempo, modo, persona, e incluso aspectos
semdnticos. Dependiendo del grado de informacién que presenten, la talla del conjunto de
etiquetas puede oscilar desde unas cuantas decenas hasta varias centenas.

En este trabajo se han elegido las definidas en el proyecto PAROLE (una descripcién
completa se puede encontrar en [Marti98]). Este conjunto consta de unas 230 etiquetas es-
tructuradas en categoria, subcategoria, y contemplan diferentes aspectos como genero, nime-
ro, tiempo verbal, persona, etc. Si para cada una de estas etiquetas nos quedamos con la
informacién referente a categoria y subcategorfa, el nimero de etiquetas se reduce conside-
rablemente (62 etiquetas). Por ejemplo, la etiqueta NCFS000, que significa Nombre Comin
Femenino Singular, se ha reducido a NC, la etiqueta VMIP3S (Verbo Principal de Indicativo
tercera Persona del Singular) se ha reducido a VMI, y asf para todas las demds. A pesar de
que con esta reduccion se pierde cierta informacién estructural en los modelos de lenguaje
aprendidos, es una simplificacién que debemos adoptar debido a las limitaciones en el nimero
de muestras de aprendizaje. No obstante, una vez resuelta la desambiaguacién con el conjun-
to reducido de etiquetas, se puede recuperar la etiqueta completa, utilizando la informacién
proporcionada por el analizador morfolégico. En algunas categorias, principalmente en las
verbales, este proceso puede resultar ambiguo, con lo que en estos casos se puede optar por
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proporcionar las diferentes etiquetas posibles para esa palabra. Para los experimentos re-
alizados, el niimero de etiquetas serd el conjunto reducido de 62 etiquetas presentado en el

Apéndice C.

4.2 Experimentos sobre el Corpus LEXESP

LEXESP es un corpus de textos no restringidos, etiquetado léxicamente y que aborda diferen-
tes temdticas como noticias, literatura, articulos cientificos, etc. Consta aproximadamente
de 5.5 millones de palabras. Se dispone de una parte supervisada manualmente (100.000
palabras aproximadamente), que hemos divido en dos partes, una para aprender los modelos
v otra para evaluar las prestaciones del etiquetador.

4.2.1 Caracteristicas de los modelos ECGI

En este apartado se estudian como varian algunas de las caracteristicas de los autématas infe-
ridos (n°de estados, n°de transicones, n°de transicones de frecuencia 1), cuando aumentamos
la talla de la muestra de aprendizaje.

Estados Autormata
36800
0 ° y=-5603Ln(x) +96308
) =098
¢ Nestados
o (NN*10M

— Logaritmica (Nestados)
- - - Logaritmica ((nVN* 10

y=65689Ln( - 58685
R=09978

Figura 8: Evolucién del nimero de estados y las transiciones de frecuencia 1 de un automata ECGI
en funcién de la talla del conjunto de entrenamiento.

En la grafica de la Figura 8 se observa la evolucién del nidimero de estados del autémata
inferido en funcién de la talla de aprendizaje, asf como la relacién (%), que representa el
porcentaje de transiciones de frecuencia 1 (n1) respecto al total (N). La tendencia en el
crecimiento del nimero de estados se ajusta perfectamente a un comportamiento logaritmi-
co, lo cual garantiza que el nimero de estados tiende a estabilizarse cuando aumentamos el

niimero de muestras. También se puede observar que la relacién (5) desciende de manera
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logaritmica con la talla de entrenamiento. Se pasa de un valor del 35% a un 25% aproxima-
damente, cuando el conjunto de entrenamiento se incrementa de 65.000 a 400.000 palabras.
Estos datos nos constatan la viabilidad de poder utilizar los modelos ECGI como modelo de
lenguaje de categorias en el sistema propuesto.

Un aspecto que no se ha estudiado en este trabajo, es como influyen los errores de etique-
tado de la muestra de aprendizaje en los modelos inferidos. Las muestras que se han utilizado
para hacer este estudio, exceptuando las 65.000 primeras, contienen errores de etiquetado,
ya que han sido etiquetadas automdticamente y no se han supervisado (presentan un 3% de
error aproximadamente). No obstante, creemos que los modelos ECGI son mads sensibles a los
errores (influyen mds en los modelos finales) que para el caso de n-gramas. Probablemente,
debido a este hecho, no se observa una mejora significativa en las prestaciones del etiquetador
cuando aumentamos la talla de entrenamiento, como se puede observar en los resultados de
los experimentos que se detallan a continuacién.
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4.2.2 Evaluacién de los métodos de Suavizado

En el primer experimento realizado se ha utilizado un conjunto de entrenamiento del orden
de 65.000 palabras (unas 3.000 frases) y uno de prueba de unas 25.000 palabras (1.335 frases).
En el conjunto de frases de entrenamiento, el 39.8% de la palabras son ambiguas, presentando
una ambiguedad media de 2.6 categorias/palabra (1.6 categorias/palabra sobre el total de
palabras).

METODO | #ERROR (%) | PP | TNV/TV

Bigramas | 760(3.02%) 8.75 | —

ILC 006(3.60%) | 9.65 | 1924(7.7%)/23204(92.3%)
TLE 855(3.40%) | 10.3 | 1420(5.7%) /23699(94.3%)
BDL S54(3.40%) | 9.61 | 1543(6.1%) /23535(93 2%)
BDFF 836(332%) | 9.57 | 1590(6.3%) /23533(93.7%)

Tabla 1: Test Abierto. Conjunto de Entrenamiento de 65.864 palabras

En la Tabla 1 se presentan los resultados de etiquetado con las diferentes aproximaciones
presentadas. Se observa que las prestaciones del etiquetador con modelos de Bigramas son
mejores que con modelos ECGI extendidos con cualquiera de los suavizados. El modelo
ECGI utilizado consta de 1481 estados. Para el mejor resultado (BDFF) se observa una
diferencia negativa respecto a Bigramas de un 0.3% (76 palabras). Los valores de perplejidad
utilizando los modelos ECGI extendidos son ligeramente superiores. Se observa que el nimero
de transiciones de suavizado (TNV') utilizadas en el proceso de etiquetado es muy elevado
por lo que el proceso de suavizado tiene una gran influencia en el proceso.

Para comprobar que los modelos ECGI proporcionan mayor fiabilidad en situaciones en
que el conjunto de prueba presenta estructuras (frases) que han sido vistas en la fase de
entrenamiento, se ha diseniado un experimento en el que se ha incluido el conjunto de prueba
en el entrenamiento (sélo para la inferencia del modelo contextual). Para este experimento,
que llamaremos Cerrado®, se presentan los resultados en la Tabla 2. Se observa para el
mejor de los casos (ILE) una diferencia bastante significativa, 188 palabras (0.74%) respecto
a Bigramas, ademds de una mejor perplejidad.

6 3 . .
En realidad no se trata de un experimento cerrado, ya que para que realmente lo fuera, el conjunto de
prueba y el de entrenamiento deberia ser el mismo.
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METODO | #ERROR (%) | PP | INV/TV

Bigramas | 707(2.81%) 8.52 | —

ILC 563(2.24%) 8.01 | 280(1.1%)/24848(98.9%)
ILE 510(2.07%) 8.26 | 1087(4.3%)/24041(95.7%)
BDL 560(2.22%) | 8.47 | 350(1.4%) /24778(98.6%)
BDFF 570(2.26%) | 8.50 | 402(1.6%) /24726(98 4%)

Tabla 2: Test Cerrado. Conjunto de Entrenamiento de 90.978 palabras

En trabajos futuros, se intentard explotar la habilidad del algoritmo ECGI para capturar
informacién estructural, aplicindolo a otras unidades de menor variabilidad (unidades sintéc-
ticas) en vez de a frases como se ha venido realizando. Posteriormente, se podrian combinar

estas unidades en un modelo a un nivel superior para modelizar las frases.

Por iltimo, se han estudiado las caracteristicas del autémata inferido para el experimento
Abierto ( presentado en la Tabla 1) y se ha observado que el nimero de transiciones de
frecuencia 1 es muy elevado (35% aproximadamente del total), lo cual puede determinar que
algunas de las probabilidades de transicién de los modelos ECGI presenten poca relevancia
estadistica. Consideramos que necesitarfamos mds muestras de aprendizaje ya que el nimero

de pardmetros a estimar es mucho mayor que en el caso de bigramas.
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4.2.3 Influencia del Incremento del Conjunto de Aprendizaje en el proceso de
Etiquetado

En las tablas 3, 4 y 5 se presentan los resultados de etiquetado cuando se utilizan conjuntos
de aprendizaje de tamafo creciente (400.000, 800.000 y 1.000.000 palabras). Se presentan
los resultados utilizando Bigramas y con modelos ECGI extendidos para los suavizados que
proporcionan mejores resultados (ILE, BDFF). Se observa que la tendencia es la misma que
en los experimentos de la Tabla 1. Los mejores resultados se obtienen para bigramas, con una
diferencia que tiende a disminuir ligeramente a medida que aumenta la talla de entrenamiento.
Ademss, los métodos ILE vy BDFF presentan prestaciones muy similares.

METODO | #ZERROR (%) | PP | INV/TV

Bigramas | 711(2.82%) 872 | —

ILE 783(3.12%) | 10.07 | 1141(4.5%)/23987(95.5%)
BDFF 781(3.10%) 0.07 | 476(1.9%)/24652(98.1%)

Tabla 3: Test Abierto. Conjunto de Entrenamiento de 402.908 palabras

METODO | #ERROR (%) | PP | TNV/TV

Bigramas | 705(2.80%) 8.69 | —

LB 785(3.12%) | 10.23 | 1165(4.6%) /23963 (95 4%)
BDEF 779(3.10%) | 10.18 | 325(1.3%)/24303(98.7%)

Tabla 4: Test Abierto. Conjunto de Entrenamiento de 823.041 palabras

METODO | #ERROR (%) | PP | INV/TV

Bigramas | 696(2.76%) 8.69 | —

ILE 766(3.04%) | 10.37 | S85(3.5%)/24243(96.5%)
BDFF 756(3.00%) | 1026 | 246(1.0%)/24832(99.0%)

Tabla 5: Test Abierto. Conjunto de Entrenamiento de 1.077.641 palabras

En la Figura 9 se presentan de forma gréfica estos mismos resultados, correspondientes a
los experimentos abiertos, donde se ha definido un intervalo de confianza del 5%.
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ERROR(X]

EVOLUCION DEL. ERROR DE ETIQUETADO

—e— BIGRAMAS
—u— BOFF
—a—ILE

N° PALABRAS ENTRENAMIENTO

550000

1050000

Figura 9: Evolucién del error de etiquetado en funcién de la talla del conjunto de entrenamiento.

4.3 Experimentos sobre el Corpus BDGEO

Fn el siguiente experimento se evaliia el etiquetador utilizando el modelo aprendido con
el corpus LEXESP (65.864 palabras) sobre otro corpus totalmente distinto BDGEO. Este
copus consta de un conjunto de frases de interrogacién a una base de datos geogréfica. Se
ha utilizado un conjunto de prueba de 19.849 palabras (1.794 frases). Los resultados que
se muestran en la Tabla 6, son los esperados, puesto que las estructuras sintdcticas que
se observan en las frases de BDGEQO difieren notablemente de las utilizadas en el corpus
LEXESP, por lo que la modelizacién a nivel de frase, que se consigue con los modelos ECGI,

en este caso no aporta grandes ventajas.

METODO | #ERROR (%) | PP | TNV/TV

Bigramas | 396(2.00%) 8.05

TLE 625(3.14%) | 8.79 | 1099(5.5%)/18748(94.5%)
BOFF | 555(2.80%) | 9.06 | 935(4.7%)/18913(95.3%)

Tabla 6: Test Abierto sobre BDGEO y modelos de LEXESP
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En la Tabla 7 se presentan los resultados correspondientes a un experimento Cerrado
sobre BDGEQO. El conjunto de entrenamiento y de prueba son el mismo y coincide con el
utilizado en la evaluacién del experimento anterior (19.849 palabras). El autémata inferido
consta de 414 estados. Como se puede observar, los resultados son muy satisfactorios y
bastante similares en todas las aproximaciones consideradas. Creemos que es debido a que la
tarea es mds facil que sobre el corpus de LEXESP. A pesar de que los valores de ambigiiedad
de las palabras es similar (42% de palabras ambiguas, 2.5 etiquetas/palabra sobre palabras
ambiguas, 1.6 etiquetas/palabra sobre el total), la estructura y longitud de las frases son
bastante similares. Algunos ejemplos de las mismas se presentan en el Apéndice D.

METODO | ZERROR (%) | PP | INV/TV
Bigramas | 154(0.76%) 4.35
TLE 137(0.60%) | 3.81 | 64(0.3%)/19784(99.7%)
BOFF 142(0.71%) | 3.86 | 142(0.7%)/19706(99.7%)

Tabla 7: Test Cerrado sobre BDGEO

Finalmente, se ha utilizado el mismo conjunto de las 19.849 palabras para aprender nuevos
modelos. Con estos modelos, se ha etiquetado un nuevo conjunto de frases diferentes de
BDGEO (99.000 palabras, 7.558 frases). Este nuevo conjunto, sin realizar ninguna supervisién
(contiene errores), se ha utilizado como nuevo conjunto de entrenamiento y se ha obtenido
un nuevo modelo ECGI con 508 estados. En la Tabla 8 se presentan los resultados para
este experimento sobre el mismo conjunto de prueba (19.849 palabras). Se observa que
el porcentaje de error es comparable al de los modelos de n-gramas, aunque ligeramente
inferiores (probablemente debidos a los errores en el conjunto de entrenamiento), a pesar de
proporcionar mejores valores de perplejidad.

METODO | #ERROR (%) | PP | INV/TV
Bigramas | 160(0.80%) 4.45
TLE 182(0.91%) | 4.21 | 1798(9%)/18050(91%)

BOFF | 181(0.91%) | 4.21 | 175(0.8%)/19673(99.2%)

Tabla 8: Test Abierto sobre BDGEO con modelos BDGEQ
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5 Conclusiones y Trabajos Futuros

Fn este trabajo se ha realizado una revisién a la aproximacién estocdstica al etiquetado
automdtico de textos. Se ha estudiado el problema de la estimacién de los pardmetros de un
modelos de n-gramas y se han resumido los principales métodos de suavizado utilizados en
la literatura.

Se han utilizado técnicas de Inferencia Gramatical, en particular el algoritmo ECGI, para
obtener modelos de lenguaje basados en autématas finitos estocdsticos. Se han adaptado las
técnicas de suavizado presentadas para n-gramas para los modelos gramaticales.

Con estos modelos, se ha presentado un esquema de etiquetador que permite utilizar
diferentes modelos y combinarlos de diferente manera.

Se han diseniado un conjunto de experimentos para evaluar las distintas aproximaciones.
Se ha constatado, que aunque los modelos de n-gramas proporcionan mejores resultados
globales de etiquetado que los modelos gramaticales utilizados, estos dltimos presentan cierta
habilidad para capturar més informacién estructural que los n-gramas (mejores resultados en
los experimentos cerrados o similares sobre el corpus BDGEO).

En este trabajo no se ha estudiado el efecto sobre los modelos inferidos de los errores en
las muestras de aprendizaje, ni tampoco como influyen en la evaluacién/comparacién de los
resultados de etiquetado frente a un conjunto de referencia que presente errores. Un estudio
sobre este ultimo aspecto se puede encontrar en [Padr698a].

Con el fin de explotar esta habilidad, se propone como trabajos futuros la construccion
de un modelo de lenguaje en varios niveles. En un primer nivel se modelizarfan unidades
sintdcticas (sintagmas nominales, sintagmas verbales, ...), que presentan una variabilidad y
longitud menor que las frases. Para aprender estas unidades, utilizaremos los resultados de
los trabajos [Molina99a| [Molina99b|, para obtener un corpus etiquetado sintdcticamente. En
un segundo nivel, se construirfa un modelo que combinase estas unidades en frases. Una vez
construido este sistema, se podria utilizar tanto para etiquetar como para realizar un andlisis
sintdctico parcial de las oraciones.

Finalmente se ha estudiado la posibilidad de cooperacién o complementacién entre las
diferentes aproximaciones para la resolucién de algunas ambiguedades. Recientemete se han
publicado diversos trabajos [Brill98], [Marquez98], [Halteren98] que combinan varios etiqueta-
dores para conseguir mejores prestaciones globales. En ese sentido, se ha realizado un estudio
comparativo de los tres modelos que proporcionan mejores resultados de etiquetado (A= Bi-
gramas, B= ILE, C=BDFF) sobre el corpus LEXESP, con un conjunto de entrenamiento
de 65.000 palabras (Tabla 9).

COMPARACION | DIFERENCIAS
A-B 453(1.80%)
A-C 449(1.78%)
B-C 437(1.73%)

Tabla 9: Diferencias de etiquetado entre los distintos métodos

En la Tabla 9 se han comparado las diferencias de etiquetado entre los tres métodos dos
a dos y se observan unas diferencias en media del 1.8% aproximadamente. Si contrastamos
este valor con las diferencias de error de etiquetado presentado en la Tabla 1 (por ejemplo
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un 0.3% entre A y B), se puede concluir que no realizan los fallos en las mismas palabras,
lo cual, en principio, nos hace pensar en la posibilidad de que los etiquetadores se puedan
complementar para obtener mejores prestaciones globales.

En esa direccién, se ha realizado una comparacién entre los etiquetados proporcionados
por los métodos A, B, C, haciendo un estudio de las coincidencia y discrepancias entre ellos.
En la Tabla 10 se muestran los resultados obtenidos. La notacién utilizada es la siguiente:
A=B=C significa que los tres etiquetadores han proporcionado la misma solucién, (A=B)#C
denota que A y B coinciden y difieren de C. Para estos casos de coincidencias, se han conta-
bilizado los aciertos y fallos de etiquetado cuando los dos o los tres proponen una solucién (la
mds votada). También se ha estudiado cuando todos difieren en la respuesta y uno acierta,
por ejemplo A#B#C (los tres difieren y ha acertado A), y el caso en que dos coinciden, di-
fieren del otro y éste es el que acierta (i.e. (A=B )7&6' significa que A y B coinciden, difieren
de C y acierta C). Analizando los resultados, se observa que si bien cuando todos coinci-
den (A=B=C) en la solucién, se producen los maximos porcentajes de acierto 23989(95.5%),
también se produce el maximo porcentaje de error 477(1.9%), lo cual nos indica que su com-
binacién, no nos proporcionard necesariamente mejores resultados simplemente eligiendo la
solucién mayoritaria. Con el objeto de mejorar la colaboracién, habria que particular en qué
casos (distintas situaciones de ambigiiedad) se comporta mejor cada etiquetador. En este
trabajo no se ha realizado un estudio exhaustivo del problema, pero sin duda es un aspecto
que deberemos tener en cuenta en trabajos futuros. Ademds, generalmente, estos errores
comunes se corresponden con casos de muy dificil desambiguacion, para los cuales se deberia
recurrir a otras fuentes de informacién, o bien son debidos al modelo léxico. Entre los del
modelo léxico cabe destacar la no correcta asignacién de la probabilidad 1éxica, o los debidos
a que el analizador morfoldgico no ha proporcionada como posible etiqueta la correcta.

COMBINACION | ACIERTOS | FALLOS
A=B=C 23089 477
(A=B)£C 118 02
(A=C)#B 131 83
(B=C)£A 92 131
A£B#C 6 -
A£B£C 5 -
A£B£C 1 -
(A=B)£C 80 -
(A=C)#B 84 -
(B=C)#A 125 -

Tabla 10: Computo de Aciertos/Fallos en la combinacién de etiquetadores
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Algoritmo de Viterbi

ENTRADAS:
frase : Wi,... ,Wr
categorias : C1,... ,Cn
prob. léxicas : P(W;| C;)
prob. contexto :P(C;| Cj)
INICTALIZACION:
Vi = 1 hasta N hacer
SEQSCORE]i, 1] = P(W1|C}) - P(C;|®)
BACKPTR[i,1] =0
finV
ITERACION:
V t = 2 hasta T hacer
Vi = 1 hasta N hacer
SEQSCOREL:,f] = max (SEQSCORE]],t—1]-P(Ci|Cj))-P(WHCi)
BACKPTRJi,t] = indice de j del méximo
finV
finV
IDENTIFICACION DE LA MEJOR SECUENCIA:
S[T] = i que maximice SEQSCORE(i,T)
Vi =T — 1 hasta 1 hacer
Sli| = BACKPTRI[S[i +1],i + 1]

finV
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B Algoritmo Forward

ENTRADAS:
frase : Wh,... ,Wr
categorias : C1,... ,Cn
prob. léxicas : P(W;| C;)
prob. contexto : P(Cj| C;)
INICTALIZACION:
V ¢ = 1 hasta N hacer
SEQSUMI[i, 1) = P(W1|C;) - P(C;|®)
finV
CALCULO DE LAS PROBABILIDADES FORDWARD:
V ¢ = 2 hasta 1" hacer
Vv ¢ = 1 hasta N hacer
SEQSUM][i,t] = ' 12 N(P(Ci|0j) -SEQSUM]|j,t —1]) - P(W4|Cy)
J=l,..,
finV
finV
CALCULO DE LAS PROBABILIDADES LEXICAS
V ¢ = 1 hasta T hacer
V¢ = 1 hasta N hacer

P(Cy=C;) =SEQSUM][i,t] / > SEQSUMIj,t|
J=T..N
finV

finV
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C Categorias Léxicas PAROLE

AQ Adjetivos VMC
CO0 Conjuncién sin clasificar VMG
CC Conjuncién Coordinada VMI
CS Conjuncién Subordinada VMM
DO Determinante sin clasificar. VMN
DD Determinante Demostrativo VMP
DE Determinante Exclamativo VMS
DI Determinantes Indefinidos W Fecha,
DP Determinante Posesivo X Residuales
DT Determinante Interrogativo Y Abreviaturas
EO Términos Extranjeros 7 Cifras
ijgerje“ionfz . SIGNOS DE PUNTUACION
Numeral Cardina
MO Numeral Ordinal EZ; l[
NC Nombre Comiin Fai ;
NP Nombre Propio Fal {
PO Pronombre sin clasificar Fap (
PD Pronombre Demostrativo
PI Pronombre Indefinido E;: '
PP Pronombre personal
PR Pronombre Relativo Fed ™
PT Pronombre Interrogativo Fch ]
PX Pronombre Posesivo Fei 7
RG Adverbios y Fases Adverbiales Fel }
SP Preposiciones Fep )
TD Articulos Fes’
TT Determinante Indefinido Fdp :
VAC V Verbo A Auxiliar C Condicional Fg-
VAG G Gerundio Fgd -
VAI I Otros tiempos de indicativo Fp.
VAM M Imperativo Fpc;
VAN N Infinitivo Fps ...
VAP P Participio Fs /
VAS S Subjuntivo Ftp %
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D Ejemplo de frases del corpus BDGEO

Fn este apéndice se presentan algunas frases del corpus BDGEOQO, etiquetadas de manera
automdtica con el etiquetador propuesto y utilizando modelos ECGI extendidos con suavizado
BDFF.

e ;“Fai Cudl™PT es"VAI el "TD caudal "NC del”SP rio " NC mas™RG caudaloso™AQ que™ PR
desemboca™ VMI en”SP el"TD mar~NC Mediterrdneo " NP 7 Fci

e ;"Fai Esta”VMI el "TD archipiélago”NC de”SP las™TD Canarias " NP en”SP el"TD mar " NC
en” SP que” PR desemboca™ VMI el " TD rio”NC Ebro™NP ? Fci

e ;" Fai Cudl"PT es”VAI el "TD numero”NC de”SP habitantes"NC de™SP 1la™TD capital ' NC
de”SP 1a™TD comunidad "NC auténoma™ AQ de™SP mayor™ AQ extension "NC 7?7 Fci

e ;"Fai Cudl"PT es"VAI [a”TD altura™NC del™SP pico " NC Aneto™NP 7?7 Fci

e ;“Fai Cudntos™ DT rios "NC nacen” VMI en” SP los™ TD Pirineos NP que™ PR desemboquen™ VMS
en” SP el TD Mediterrdneo” NP 7?7 Fci

e ;"Fai Qué"DT rios"NC nacen”VMI en”SP 1a™TD comunidad™NC Navarra NP ?7Fci
e Ciudades ™NC por~SP las™TD que™ PR pasa™VMI el"TD rio”"NC Tajo"NP ."Fp

e Extensién "NC de”SP la”TD autonomia " NC donde PR estd"VMI la~TD ria”NC de”~SP Aro-
sa” NP ."Fp

e Dime" VMM el™TD nombre™NC de™SP las™TD montafias " NC cuya PR altura ™ NC supe-
ra”VMI los™TD 1000"Z m"NC ."Fp

e ; Fai Existe” VMI algin™ DI golfo " NC en"SP el TD Pais_Vasco”NP donde™ PR desembo-
que” VMS una™ T ria"NC que™ PR no”RG pase” VMS por~SP una™ T1I ciudad "NC costera™ AQ
?7Fci

e ;"Fai Cudl”"PT es"VAI el"TD nombre "NC del"SP mar™NC que™PR bana™ VMI una™TT ciu-
dad"NC de™SP mds"RG de”SP 27Z millones ™ NC de™SP habitantes " NC 7?7 Fci

e ; Fai Cudntos” DT habitantes " NC tiene” VMI la~TD ciudad"NC menos™ RG poblada™ VMP
de”SP Cataluna™ NP ? 7 Fci

e ;"Fai En"SP qué"PT mar "NC desemboca™ VMI el"TD mayor™AQ de™SP los™TD rios "NC
que PR pasan” VMI por™SP Mallorca NP ?

e ;“Fai Puede”VMI decirme™VMN los ™ TD rios"NC de”SP longitud " NC mayor AQ de”SP
1007Z km™NC de™SP Asturias NP ?7Fci

e De”SP las™TD comunidades " NC por~SP las™TD que PR pasa™VMI el "TD Tajo NP ,"Fc

. Faicudl"PT de”SP ellas"PP tiene” VMI la~TD capital "NC con~SP m&ds™RG habitantes " NC
?7Fci

e Picos"NC de”SP mds"RG de™SP 1000"Z m™NC que™PR hay " VAI en”SP el"TD
Sistema Ibérico”NP ."Fp

e Dime" VMM el™TD nombre ™ NC de”SP un™TI pico”™NC con”SP menos "RG de™SP 10007Z
m~NC de”SP altura™NC ."Fp

e Obtener " VMN el™TD nombre”NC de”SP las™ TD comunidades " NC que™ PR limitan™ VMI
con” SP el”TD mar " NC Mediterrdaneo” NP ."Fp
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