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Resumen: En este trabajo se describe la participación del equipo del grupo de
investigación ELiRF de la Universitat Politècnica de València en el Taller TASS2014.
Este taller es un evento enmarcado dentro de la XXX edición del Congreso Anual
de la Sociedad Española para el Procesamiento del Lenguaje Natural. Este trabajo
presenta las aproximaciones utilizadas para las cuatro tareas del taller, los resultados
obtenidos y una discusión de los mismos.
Palabras clave: Twitter, Análisis de Sentimientos.

Abstract: This paper describes the participation of the ELiRF research group of
the Universitat Politècnica de València at TASS2014 Workshop. This workshop is a
satellite event of the XXX edition of the Annual Conference of the Spanish Society
for Natural Language Processing. This work describes the approaches used for the
four tasks of the workshop, the results obtained and a discussion of these results.
Keywords: Twitter, Sentiment Analysis.

1. Introducción

Twitter se ha convertido en una de las pla-
taformas más importantes de las redes socia-
les. La comunidad cient́ıfica está dedicando
grandes esfuerzos al análisis de los tweets,
usando técnicas de procesamiento del lengua-
je natural y aprendizaje automático, desa-
rrollando recursos lingǘısticos que permitan
analizar con éxito las peculiaridades de un
lenguaje tan espećıfico como es el de Twitter
y el de las redes sociales en general. Median-
te las técnicas de análisis de sentimientos se
intenta determinar el comportamiento y las
opiniones de los usuarios de la red sobre di-
ferentes temas de interés como poĺıtica, eco-
nomı́a, productos comerciales, servicios, afi-
ciones, etc. Esto supone nuevos retos en el
área de procesamiento del lenguaje natural
para proponer soluciones para problemas no
resueltos incluso considerando textos norma-
tivos.

El Taller de Análisis de Sentimientos
(TASS) ha venido planteando una serie de ta-
reas relacionadas con el análisis de sentimien-
tos en Twitter con el fin de comparar y eva-
luar las diferentes aproximaciones presenta-

das por los participantes. Además, desarrolla
recursos de libre acceso, básicamente, corpora
anotados con polaridad, temática, tendencia
poĺıtica, aspectos, que son de gran utilidad
para la comparación de diferentes aproxima-
ciones a las tareas propuestas.

En esta tercera edición del TASS se pro-
ponen dos tareas de ediciones anteriores
(Villena-Román y Garćıa-Morera, 2013): 1)
Determinación de la polaridad en tweets, con
diferentes grados de intensidad en la polari-
dad: 6 etiquetas y 4 etiquetas y 2) Identifica-
ción de tópicos en tweets. Además, se propo-
nen dos tareas nuevas: 3) Determinación de
aspectos en el corpus Social TV, compuesto
por tweets publicados durante la final de la
Copa del Rey 2014 y 4) Determinación de la
polaridad de los aspectos detectados en la ta-
rea anterior.

El presente art́ıculo resume la participa-
ción del equipo ELiRF-UPV de la Universi-
tat Politècnica de València en todas las tareas
planteadas en este taller. Primero se descri-
ben las aproximaciones y recursos utilizados
en cada tarea. A continuación se presenta la
evaluación experimental realizada y los resul-



tados obtenidos. Finalmente se muestran las
conclusiones y posibles trabajos futuros.

2. Descripción de los sistemas

Antes de abordar cada una de las tareas
se ha realizado un preproceso de los tweets.
En nuestro caso se ha utilizado la estrate-
gia descrita en (Pla y Hurtado, 2013) y que
se corresponde con nuestra participación en
el TASS 2013. Esta consiste básicamente en
la adaptación para el castellano del tokeniza-
dor de tweets Tweetmotif (Connor, Krieger,
y Ahn, 2010)1. También se ha usado Free-
ling (Padró y Stanilovsky, 2012)2 como lema-
tizador, detector de entidades nombradas y
etiquetador morfosintáctico, con las corres-
pondientes modificaciones para el dominio de
Twitter. Usando esta aproximación, la toke-
nización ha consistido en agrupar todas las
fechas, los signos de puntuación, los números
y las direcciones web. Se han conservado los
hashtags y las menciones de usuario. Se ha
considerado y evaluado el uso de palabras y
lemas como tokens aśı como la detección de
entidades nombradas.

Todas las tareas, excepto la tarea 3 (de-
tección de aspectos), se han abordado como
un problema de clasificación. Se han utiliza-
do Máquinas de Soporte Vectorial (SVM) por
su capacidad para manejar con éxito gran-
des cantidades de caracteŕısticas. En concreto
usamos dos libreŕıas (LibSVM3 y LibLinear4)
que han demostrado ser eficientes implemen-
taciones de SVM que igualan el estado del
arte. El software se ha desarrollado en Pyt-
hon y para acceder a las libreŕıas de SVM se
ha utilizado el toolkit scikit-learn5. (Pedrego-
sa et al., 2011).

Para tratar el problema de la clasificación
multiclase se ha utilizado una estrategia de
uno-contra-todos (one-vs-all) donde se apren-
de un clasificador binario por cada clase ca-
paz de discriminar entre esa clase y no esa
clase (todas las demás). La tarea 2, clasifica-
ción de tópicos, además de ser una tarea mul-
ticlase, es una tarea multietiqueta, ya que un
tweet puede pertenecer a más de un tópico.
Para este problema se han seguido dos apro-
ximaciones.

La primera aproximación considera como

1https://github.com/brendano/tweetmotif.
2http://nlp.lsi.upc.edu/freeling/
3http://www.csie.ntu.edu.tw/˜cjlin/libsvm/
4http://www.csie.ntu.edu.tw/˜cjlin/liblinear/
5http://scikit-learn.org/stable/

una nueva etiqueta cada conjunto de multi-
etiquetas que aparece en el conjunto de en-
trenamiento (a esta aproximación le llama-
remos aglutinativa). Esta aproximación pre-
senta dos limitaciones evidentes: a) las com-
binaciones de etiquetas no vistas en el entre-
namiento no pueden ser predichas; y b) las
combinaciones poco habituales tendrán po-
cas muestras de entrenamiento aunque las
etiquetas individuales tengan muchas mues-
tras. A pesar de sus limitaciones esta apro-
ximación suele obtener buenos resultados ex-
perimentales.

La segunda aproximación no crea nuevas
etiquetas, como resultado de las combinacio-
nes vistan en el entrenamiento. En lugar de
esto, se permite seleccionar más de una eti-
queta básica al clasificador. Para ello, se susti-
tuye el criterio de elegir la etiqueta de mayor
confianza por el de elegir todas las etiquetas
cuyo modelo (one-vs-all) supera un umbral
determinado experimentalmente. En el caso
de que, para un tweet, ninguna etiqueta su-
pere el umbral, se puede aplicar un criterio
alternativo, por ejemplo, seleccionar la más
frecuente, o la proporcionada por otro clasi-
ficador que utilice la primera aproximación
anteriormente descrita.

Se ha utilizado la aproximación de bolsa
de caracteŕısticas para representar cada tweet
como un vector de caracteŕısticas que contie-
ne los coeficientes tf-idf de las caracteŕısti-
cas consideradas en el tweet. Los parámetros
de los clasificadores se han determinado en
la fase de ajuste de parámetros usando una
validación cruzada de 10 iteraciones (10-fold
cross-validation).

3. Tarea 1: Análisis de
sentimientos en tweets

Esta tarea consiste en determinar la pola-
ridad de los tweets y la organización ha defi-
nido dos subtareas. La primera distingue seis
etiquetas de polaridad: N y N+ que expresan
polaridad negativa con diferente intensidad,
P y P+ para la polaridad positiva con dife-
rente intensidad, NEU para la polaridad neu-
tra y NONE para expresar ausencia de pola-
ridad. La segunda sólo distinguen 4 etiquetas
de polaridad: N, P, NEU y NONE.

El corpus proporcionado por el TASS
consta de un conjunto de entrenamiento,
compuesto por 7219 twetts etiquetados con
la polaridad usando seis etiquetas, y un con-
junto de test, de 60798 tweets, al cual se le



debe asignar la polaridad. La distribución de
tweets según su polaridad en el conjunto de
entrenamiento se muestra en la Tabla 1.

Polaridad # tweets %

N 1335 18.49
N+ 847 11.73
NEU 670 9.28
NONE 1483 20.54
P 1232 17.07
P+ 1652 22.88

TOTAL 7219 100

Tabla 1: Distribución de tweets en el conjunto
de entrenamiento según su polaridad.

A partir de la tokenización propuesta se
realizó un proceso de validación cruzada (10-
fold cross validation) para determinar el me-
jor conjunto de caracteŕısticas y los paráme-
tros del modelo. Como caracteŕısticas se pro-
baron diferentes tamaños de n-gramas de pa-
labras y de lemas. También se exploró la com-
binación de los diferentes modelos median-
te una técnica de votación para aprovechar
su complementariedad y mejorar las pres-
taciones finales. Estos aspectos proporciona-
ron mejoras significativas como se muestra en
(Pla y Hurtado, 2014b). En todos los casos se
han utilizado diccionarios de polaridad tanto
de lemas (Saralegi y San Vicente, 2013) como
de palabras (Mart́ınez-cámara et al., 2013).

Se han presentado 3 sistemas para la sub-
tarea de 6 etiquetas:

run1: 1-gramas de lemas. Las carac-
teŕısticas son los coeficientes td-idf de los
lemas de las palabras que aparecen en el
tweet más el número de lemas positivos y
negativos según el diccionario de lemas.

run2: 1-gramas de palabras. las carac-
teŕısticas son los coeficiente td-idf de las
palabras que aparecen en el tweet más el
número de palabras positivas y negativas
según el diccionario de palabras.

run3: votación entre 6 sistemas de 1, 2
y 3 gramas de palabras y lemas. Se eli-
ge la polaridad mayoritaria entre los 6
sistemas.

También para la subtarea de 4 etiquetas
se presentarón otros 3 sistemas:

run1: 1-gramas de lemas. Las carac-
teŕısticas son los coeficiente td-idf de los

lemas de las palabras que aparecen en el
tweet más el número de lemas positivos y
negativos según el diccionario de lemas.

run2: el mismo resultado del run3 de la
subtarea de 6 etiquetas pero uniendo P
y P+ como P y N y N+ como N.

run3: votación entre 6 sistemas de 1, 2
y 3 gramas de palabras y lemas. Se eli-
ge la polaridad mayoritaria entre los 6
sistemas.

La diferencia entre el run2 y el run3 radica
en que el run2 está entrenado con 6-etiquetas
mientras que el run3 está entrenado con 4-
etiquetas.

En la Tabla 2 se muestran los valores de
Accuracy obtenidos para las dos subtareas.
Los sistemas presentado alcanzaron las 3 pri-
meras posiciones en las 2 subtareas.

Run Accuracy

run1 0.6316
6-ETIQUETAS run2 0.6285

run3 0.6432

run1 0.7053
4-ETIQUETAS run2 0.7089

run3 0.7035

Tabla 2: Resultados oficiales del equipo
ELiRF-UPV en la Tarea 1 de la competición
TASS-2014 sobre el conjunto de test para 6
y 4 etiquetas.

4. Tarea 2: Clasificación de los
tweets en tópicos

La tarea consiste en asignar uno o varios
tópicos a un tweet. Los conjuntos de entrena-
miento y de test son los mismos que para la
Tarea 1.

En la Tabla 3 se muestra la distribución
por tópico de los tweets del conjunto de en-
trenamiento.

Para esta tarea se ha utilizado la tokeni-
zación previamente descrita. La única dife-
rencia es que no se han considerado entida-
des nombradas. Además, se ha construido un
diccionario de temáticas, en el que para ca-
da hashtag del conjunto de entrenamiento, se
le ha asignado el tópico del tweet en el que
aparećıa. Si un hashtag pod́ıa pertenecer a
más de un tópico no se ha considerado como
entrada del diccionario.

Se han presentado 3 sistemas:



Tópico # tweets %

cine 245 2.56
deportes 113 1.18
economı́a 942 9.84
entretenimiento 1678 17.53
fútbol 252 2.63
literatura 103 1.08
música 566 5.91
otros 2337 24.41
poĺıtica 3120 32.59
tecnoloǵıa 217 2.27

TOTAL 9573 100

Tabla 3: Distribución de los tweets del con-
junto de entrenamiento por tópico.

run1: multietiqueta aglutinativo. Un
clasificador one-vs-all considerando una
nueva etiqueta aglutinativa cada conjun-
to de multietiquetas que aparece en el
entrenamiento.

run2: multietiqueta por umbral. Un cla-
sificador one-vs-all sin etiquetas agluti-
nativas. Se eligen como resultado todas
las clases cuyo modelo supere un umbral
de confianza determinado mediante vali-
dación cruzada.

run3: votación entre 8 sistemas. Los sis-
temas se diferencian por tener diferentes
valores de n-gramas y de parámetros de
la SMV. Se eligen los tópicos predichos
por al menos 3 sistemas.

Run P R F1

run1 0.6823 0.6889 0.6856
run2 0.7001 0.7065 0.7033
run3 0.6660 0.7483 0.7048

Tabla 4: Resultados oficiales de Precision (P),
Recall (R) y factor F1 del equipo ELiRF-
UPV en la Tarea 2 de la competición TASS-
2014 sobre el conjunto de test.

En la Tabla 4 se muestran los resultados
obtenidos que ocupan las 3 primeras posicio-
nes de la tarea.

5. Tarea 3: Detección de Aspectos

El objetivo de esta tarea es la detección
de los diferentes aspectos expresados por los
usuarios en sus tweets. Se proporciona una
lista de los aspectos a detectar (jugadores,

equipos, entrenadores, autoridades, partidos,
retransmisión, etc).

El corpus Social TV fue proporcionado
por la organización y se compone de un con-
junto de tweets recolectados durante la fi-
nal de la Copa del Rey de 2014. Está divi-
dido en 1773 tweets de entrenamiento y 1000
tweets de test. El conjunto de entrenamiento
está anotado con los aspectos y su correspon-
diente polaridad, utilizando en este caso sólo
tres valores: P, N y NEU. El conjunto de test
no contiene ninguna anotación.

Para el desarrollo de nuestro sistema de
detección de aspectos, se han obtenido todas
las instancias de cada aspecto que aparecen
en el conjunto de entrenamiento. Además, se
ha completado con una lista de todos los ju-
gadores del Real Madrid y del Barcelona (con
sus apodos) y se ha incorporado una lista de
todos los equipos de primera división de la
liga española. A partir de estos datos se ha
definido un conjunto de expresiones regulares
para reconocer estas instancias. Se ha permi-
tido cierta flexibilidad en las mismas para ad-
mitir errores gramaticales, posibles nombres
de hashtags y menciones de usuario que con-
tengan estos nombres.

En la figura 1 se nuestra una expresión
regular para reconocer al jugador Leo Messi,
y algunos ejemplos del corpus que han sido
detectados con ella.

Nuestro detector aplica en cascada todo el
conjunto de expresiones regulares y devuelve,
como resultado, el nombre del aspecto (que
se debe corresponder con uno de los de la
lista suministrada), la instancia concreta del
aspecto detectada dentro del tweet y su po-
sición en el mismo.

Los resultados obtenidos sobre el conjunto
de test se muestran en la tabla 5. En esta ta-
rea sólo se ha utilizado un sistema obteniendo
el primer lugar de la competición.

Run P R F1

run1 0.9060 0.9111 0.9086

Tabla 5: Resultados oficiales de Precision (P),
Recall (R) y factor F1 del equipo ELiRF-
UPV en la Tarea 3 de la competición TASS-
2014 sobre el conjunto de test.



’([#@]?l[ei]o(nel)?\S*)? (\s)* ([#@]?me(s)?si\S*)?’:’Jugador-Lionel_Messi’

EJEMPLOS: Messi, messi, MESSI, mesi, Leo, Lionel, leoo, LEO, #Messi, @Messi,
@TeamMessi, #Messisinvergüenza, @MessiSiempreElMejor, @LeoMessi_Barca

Figura 1: Ejemplo de expresión regular para la detección del Jugador-Lionel Messi y algunas de
las instancias detectadas en el corpus.

6. Tarea 4: Análisis de Polaridad
de Aspectos en Twitter

Esta tarea es totalmente dependiente de
la anterior y consiste en asignar la polaridad
a los aspectos detectados anteriormente. Una
de las dificultades de la tarea consiste en, una
vez detectado el aspecto, definir qué contexto
se le asigna para poder establecer su polari-
dad. Para un problema similar, detección de
la polaridad a nivel de entidad, en la edición
del TASS 2013, propusimos una segmenta-
ción de los tweets basada en un conjunto de
heuŕısticas (Pla y Hurtado, 2013). Esta apro-
ximación también se utilizó para la tarea de
detección de la tendencia poĺıtica de los usua-
rios de Twitter (Pla y Hurtado, 2014a) y pa-
ra este caso proporcionó buenos resultados.
En este trabajo se propone una aproxima-
ción más simple que consiste en determinar
el contexto de cada aspecto a través de una
ventana fija definida a la izquierda y dere-
cha de la instancia del aspecto. La longitud
de la ventana se ha determinado experimen-
talmente sobre el conjunto de entrenamiento.
El valor máximo de la ventana considerado
ha sido de 7 palabras a izquierda y derecha
del aspecto. Para entrenar nuestro sistema, se
ha considerado el conjunto de entrenamiento
únicamente, se han determinado los segmen-
tos para cada aspecto y se ha seguido una
aproximación similar a la Tarea 1.

A partir de este corpus, se han entrenado
tres sistemas:

run1: 1-gramas de lemas sin detec-
ción de entidades nombradas. Las carac-
teŕısticas son los coeficiente td-idf de los
lemas de las palabras que aparecen en
el segmento del tweet correspondiente al
aspecto, más el número de lemas positi-
vos y negativos según el diccionario de
polaridad de lemas.

run2: 1-gramas de palabras sin detec-
ción de entidades nombradas. Las carac-
teŕısticas son los coeficiente td-idf de las

palabras que aparecen en el segmento del
tweet correspondiente al aspecto, más el
número de palabras positivas y negati-
vas según el diccionario de polaridad de
palabras.

run3: 1-gramas de lemas con detec-
ción de entidades nombradas. Las carac-
teŕısticas son los coeficiente td-idf de los
lemas de las palabras que aparecen en
el segmento del tweet correspondiente al
aspecto, más el número de lemas positi-
vos y negativos según el diccionario de
polaridad de lemas.

Los resultados obtenidos se muestran en la
Tabla 6. Los tres runs ocupan las tres prime-
ras posiciones de la clasificación de la compe-
tición.

Run P R F1

run1 0.5740 0.5899 0.5819
run2 0.5783 0.5956 0.5868
run3 0.5638 0.5820 0.5728

Tabla 6: Resultados oficiales de Precision (P),
Recall (R) y factor F1 del equipo ELiRF-
UPV en la Tarea 4 de la competición TASS-
2014 sobre el conjunto de test.

7. Conclusiones y trabajos
futuros

En este trabajo se ha presentado la parti-
cipación del equipo ELiRF-UPV en las 4 ta-
reas planteadas en TASS 2014. Nuestro equi-
po ha utilizado técnicas de aprendizaje au-
tomático, en concreto, aproximaciones basa-
das en máquinas de soporte vectorial. Para
ello hemos utilizado la libreŕıa para Python
scikit-learn y las libreŕıas externas LibSVM y
LibLinear. Los sistemas desarrollados por el
equipo ELiRF-UPV han alcanzado la prime-
ra posición en todas las tareas.

Nuestro grupo esta interesado en seguir
trabajando en la mineŕıa de textos en redes



sociales y especialmente en incorporar nuevos
recursos a los sistemas desarrollados y estu-
diar nuevas estrategias y métodos de apren-
dizaje automático.

Como trabajo futuro nos planteamos apli-
car las técnicas aqúı desarrolladas a otros cor-
pus y otros idiomas.
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