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Resumen

En este artı́culo se describe un sistema de desambiguación léxi-
ca basado en modelos conexionistas. Se emplea, en concreto, un
Perceptrón Multicapa siguiendo un entrenamiento supervisado
a partir de la información de palabras ambiguas y su contexto
-bigramas, trigramas, etc.-.

Para el entrenamiento y el test se ha utilizado el corpus en
castellano LexEsp, con 96 961 palabras, de las cuales 24 100
son ambiguas (24.86 %), es decir, presentan diferentes fun-
ciones sintácticas a lo largo del texto. Las palabras ambiguas
son seleccionadas a partir del propio corpus, lo cual implica que
el tratamiento del problema es cerrado. Los resultados, empero,
muestran que la aproximación mediante este tipo de redes es
viable y mejorable.

1. Introducción
La tarea de desambiguación léxica consiste en identificar

la categorı́a gramatical de una palabra, en un contexto concre-
to, dentro de un conjunto determinado de categorı́as posibles.
La desambiguación no es un fin en sı́ misma, sino una tarea
intermedia necesaria para otros campos del Procesamiento del
Lenguaje Natural (PLN) como la Recuperación de la Informa-
ción, la Traducción Automática, la Categorización de Textos. . .

En los últimos años se han propuesto distintas aproxima-
ciones para afrontar el problema de la desambiguación, que
varı́an de acuerdo a la fuentre de conocimiento empleada. Una
de las que más interés ha suscitado es la basada en corpus,
a través de la utilización de técnicas inductivas [3, 10–12]. El
principal atractivo de estas técnicas es que permiten alcanzar
resultados muy satisfactorios sin que sea necesaria la interven-
ción humana en el proceso. Además, ya han sido aplicadas con
éxito en la resolución de diversas tareas de Procesamiento del
Lenguaje Natural. Sin embargo, la propuesta de emplear mode-
los conexionistas para solucionar este tipo de problema presen-
ta un relativo menor número de trabajos en comparación a otras
propuestas. Por ejemplo, en [7, 8] se aplica un enfoque basado
en redes neuronales para aumentar la precisión en la tarea de de-
sambiguación a partir del algoritmo LVQ basado en el modelo
de Kohonen; en [6] se emplean redes neuronales hacia adelante
para etiquetar lenguajes desconocidos; en [2] también se em-
plean para desambiguación sintáctica; en [9] se utilizan redes
recurrentes para el etiquetado morfosintáctico; y en [16] hacen
uso de redes neuronales muy grandes para abordar el problema.

En este artı́culo se presenta un enfoque para la desam-
biguación léxica basado en redes neuronales artificiales hacia
adelante, el Perceptrón Multicapa, que utiliza dos variantes del
algoritmo de retropropagación del error y distintas topologı́as
de red, en función del contexto que se esté empleando para en-
trenar la red: bigramas, trigramas, etc.

El sistema propuesto se ha evaluado experimentalmente so-
bre el corpus en castellano LexEsp [14], etiquetado con el con-
junto de categorı́as PAROLE. Las diferentes propuestas han si-
do comparadas entre sı́ y con otras aproximaciones diferentes.
El objeto es presentar una aproximación inicial para comprobar
que, efectivamente, el uso del Perceptrón Multicapa es viable
en tareas de desambiguación léxica.

2. Corpus LexEsp
El corpus LexEsp consta de una serie de textos, de distinta

ı́ndole, divididos en dos grupos, uno de entrenamiento y otro de
prueba. Estos archivos contienen tres columnas por cada lı́nea,
donde la primera columna presenta la palabra, la segunda la fa-
milia léxica y la tercera la categorı́a asignada. A continuación se
muestra un ejemplo del aspecto de los archivos con categorı́as
PAROLE:

Cuando cuando CS
escribo escribir VMI
esto esto PD
la la TD
Madre Coraje madre coraje NP

La elección de las palabras ambiguas se limita a las cate-
gorı́as que desempeña cada palabra en el propio corpus. Esto
es, una palabra será ambigua si y solo si presenta diferentes
funciones léxicas a lo largo de todo el corpus global, es decir,
de la unión del conjunto de entrenamiento y del conjunto de
test. Además, para una primera aproximación se ha optado por
simplificar la complejidad de las etiquetas con el fin de exten-
der, posteriormente, los resultados al problema con las etiquetas
originales.

El archivo con las etiquetas simplificadas queda de la si-
guiente manera:

Cuando cuando C
escribo escribir V
esto esto P
la la T
Madre Coraje madre coraje N

En total se obtienen 13 etiquetas simples: nombres, sig-
nos de puntuación, preposiciones, verbos, artı́culos, adje-
tivos, pronombres, conjunciones, adverbios, determinantes, nu-
merales, cifras y otros. El vocabulario de palabras ambiguas que
se obtiene de la totalidad del corpus es de 594 y el total de ellas
asciende hasta 24 100, de las cuales 6 264 pertenecen al cor-
pus de prueba. En la tabla 1 se puede observar la frecuencia
-absoluta y relativa- de aparición de cada categorı́a simple y el
número y frecuencia de las palabras ambiguas que existen en el
corpus con cada etiqueta.



Categorı́a Palabras Ambiguas
Nombres 20 357 20.99 % 2 009 8.34 %
S. Puntuación 13 801 14.23 % 0 0.00 %
Preposiciones 13 346 13.76 % 1 878 7.79 %
Verbos 12 875 13.28 % 1 029 4.27 %
Artı́culos 10 753 11.09 % 8 311 34.49 %
Adjetivos 6 561 6.77 % 1 326 5.50 %
Pronombres 5 466 5.64 % 2 688 11.15 %
Conjunciones 5 242 5.41 % 4 059 16.84 %
Adverbios 4 808 4.96 % 1 011 4.20 %
Determinantes 2 793 2.88 % 1 371 5.69 %
Numerales 477 0.49 % 386 1.60 %
Cifras 390 0.40 % 6 0.02 %
Residuales 92 0.10 % 26 0.11 %
TOTAL 96 961 100 % 24 100 100 %

Tabla 1: Tabla de frecuencia de palabras totales y palabras am-
biguas por categorı́a simple.

Figura 1: Esquema de las distintas aproximaciones.

Para entrenar estos modelos de redes neuronales es impres-
cindible contar con otro conjunto de validación, que se obtiene
a partir del conjunto de entrenamiento escogiendo frases de for-
ma aleatoria hasta que la relación, en número de palabras, en-
tre el conjunto de test y el de entrenamiento sea similar a la
relación entre éste último y el de validación. Cuando empieza
el entrenamiento, el error en el conjunto de entrenamiento suele
ser elevado y, a medida que avanza el aprendizaje, va disminu-
yendo hasta alcanzar un valor asintótico que depende del error
de desambiguación, la cantidad de muestras de aprendizaje y
el número de conexiones de la red. El error medio de un con-
junto de prueba independiente es virtualmente mayor que en el
entrenamiento. Además, mientras el error del conjunto de entre-
namiento, generalmente, decrece, el error en el de prueba puede
incrementar u oscilar. El conjunto de validación se emplea para
decidir cuándo detener el entrenamiento. Habitualmente se de-
tiene cuando se alcanza un mı́nimo en la curva del error del
conjunto de validación, de este modo se evita también el so-
breentrenamiento de la red.

La desambiguación va a ser tratada a partir del contexto, ya
sea empleando bigramas y/o trigramas a izquierda y derecha.
Para los bigramas a derecha (B-), la categorı́a ci de la palabra
ambigua wi estará relacionada únicamente con la etiqueta ci−1

de la palabra anterior. En la aproximación mediante trigramas a
izquierda (T-) el contexto vendrá dado por las categorı́as ci−2 y
ci−1 de las palabras anteriores. También se tendrá en cuenta el
empleo del contexto a la derecha mediante el conocimiento que
proporcionarán las categorı́as ci+1 y ci+2.

3. Experimentos con categorı́as simples
El uso de categorı́as simplificadas permite realizar una

primera aproximación al problema de la desambiguación me-
diante redes basadas en el Percetrón Multicapa. Reduciendo el
número de clases -es decir, de categorı́as-, se consigue, a su vez,
reducir la complejidad del problema de modo que se pueda de-
terminar, en primera instancia, si dicha aproximación es viable
o no.

Además, como ya se ha comentado se han desarrollado cin-
co modelos distintos de patrones y redes en función del contexto
que acompaña a la palabra a desambiguar: bigramas a izquierda
(B-), trigramas a izquierda (T-), bigramas a izquierda y derecha
(B-B), trigramas a izquierda y bigramas a derecha (T-B) y, por
último, trigramas a izquierda y derecha (T-T).

La figura 1 ilustra un esquema de las distintas aproxi-
maciones. Por ejemplo, para el experimento con trigramas a
izquierda y bigramas a derecha (T-B), se necesita un Percep-
trón Multicapa con una entrada de 633 unidades: 594 unidades
para representar la palabra ambigua wi y 13 unidades por cada
una de las categorı́as ci−2, ci−1 y ci+1. Esto se puede ver co-
mo un vector de bits en el que se activan aquellas unidades que
representan las categorı́as y la palabra que deseamos tratar en
cada momento.

En las cinco experimentaciones mencionadas se han reali-
zado una baterı́a de pruebas similares. La primera prueba tenı́a
como objetivo seleccionar la mejor topologı́a de red a partir de
una serie de redes propuestas a priori. Cada una se entrena-
ba mediante el algoritmo estándar de retropropagación del er-
ror [13] con un factor de entrenamiento pequeño, ρ = 0,5.
El entrenamiento paraba, en todas las pruebas, cuando el error
de desambiguación para el conjunto de validación no mejoraba
en 100 ciclos [15]. Todas las pruebas se han realizado con el
software de redes neuronales, SNNS (Stuttgart Neural Network
Simulator), de la Universidad de Stuttgart [17].

De todas las topologı́as de red obtenidas se ha escogido
aquella que ha ofrecido un menor error para los patrones de
validación. A continuación, se han entrenado varias redes con
dos algoritmos de entrenamiento -retropropagación del error
estándar y retropropagación del error con momento- y con dis-
tintos parámetros para cada uno de ellos. En concreto, el factor
de entrenamiento, ρ, variaba entre 0.01 y 0.9 y el factor momen-
to, µ, entre 0.1 y 0.5.

Una vez se han obtenido las redes entrenadas con los diver-
sos parámetros y algoritmos, se ha seleccionado la red, para ca-
da estrategia, que menor error de desambiguación ofrece con los
datos de validación. Dicha red se ha probado con el conjunto de
test para conocer su precisión real. Los resultados para las cinco
aproximaciones distintas se pueden observar en la tabla 2. Las
topologı́as de red, los algoritmos y los parámetros empleados en
cada una para obtener tales resultados se muestran a continua-
ción:

Bigramas a izquierda (B-): la red constaba de una capa
oculta con 8 unidades y se entrenó con el algoritmo de
retropropagación con momento y factores ρ = 0,3 y µ =

0,3.

Trigramas a izquierda (T-): una capa oculta con 32
unidades y algoritmo de retropropagación estándar con
factor de aprendizaje ρ = 0,1.

Bigramas a izquierda y derecha (B-B): 16 unidades
ocultas y algoritmo estándar con ρ = 0,1.

Trigramas a izquierda y bigramas a derecha (T-B):
una capa oculta con 32 unidades y algoritmo de retro-



propagación con momento con parámetros ρ = 0,05 y
µ = 0,4.

Trigramas a izquierda y derecha (T-T): 32 unidades
en la capa oculta, con algoritmo de entrenamiento con
momento y parámetros ρ = 0,1 y µ = 0,1.

Como última prueba, se ha escogido la configuración del
mejor de los resultados anteriores -trigramas a izquierda-, que
obtiene un error de test del 7.85 %. Con esta configuración se
ha entrenado una nueva red con el conjunto de entrenamien-
to original sin validación. Esto es, se ha entrenado una red
de topologı́a 620-32-13 con el algoritmo de retropropagación
del error estándar, con ρ = 0,1, hasta que el error de desam-
biguación del propio conjunto de entrenamiento es inferior al
alcanzado por el conjunto de validación en el experimento ori-
ginal. El error con el conjunto de prueba para la red entrenada
sin validación se muestra en la última fila de la tabla 2.

Estrategia Error de desambiguación
B- 8.78 %
T- 7.85 %
B-B 8.11 %
T-B 8.13 %
T-T 7.95 %
T- (TR+VA) 8.03 %

Tabla 2: Error de desambiguación para los datos de test con
categorı́as simples.

4. Experimentos con categorı́as PAROLE
Con el fin de obtener un sistema capaz de desambiguar

palabras empleando categorı́as más complejas se han realiza-
do nuevas pruebas a partir del corpus original etiquetado con
el conjunto de categorı́as PAROLE, lo que da un total de 52
etiquetas.

La consecuencia inmediata es la mayor complejidad del
problema. Las redes cuentan con un mayor número de unidades
de entrada y de salida al existir 52 categorı́as distintas, lo que
aumenta, a su vez, el número de conexiones entre las distintas
capas de neuronas. Esto se traduce en un mayor coste computa-
cional. Por esta razón, para estas pruebas no se ha efectuado el
barrido de todos los experimentos posibles sino que se han em-
pleado los mejores resultados obtenidos con categorı́as simples.
Las topologı́as de red, los algoritmos y sus parámetros concre-
tos son los ya mencionados en el punto anterior.

Los resultados de las redes obtenidas para el conjunto de
test se pueden observar en la tabla 3.

Al igual que en la prueba con categorı́as simples, se ha rea-
lizado un último experimento donde se emplea la mejor aproxi-
mación de los cinco planteamientos anteriores. La red se vuelve
a entrenar con los patrones de los conjuntos de entrenamiento
y validación unidos, pero carecerá de patrones que validen la
evolución del error de la red, es decir, se hará un entrenamiento
sin emplear validación, hasta que el error sea inferior al alcan-
zado por el conjunto de validación en el experimento original.

5. Comparación con otras aproximaciones
Con el fin de contrastar los resultados presentados en este

trabajo con otros relacionados se presenta una comparativa con
un etiquetador léxico basado en modelos ocultos de Markov

Estrategia Error de desambiguación
B- 9.96 %
T- 10.89 %
B-B 11.33 %
T-B 9.40 %
T-T 9.67 %
T-B (TR+VA) 9.25 %

Tabla 3: Error de desambiguación para los datos de test con
categorı́as PAROLE.

(MOMs). En concreto se ha usado el sistema básico, sin es-
pecialización, presentado en [10, 11]. El sistema usa un MOM
clásico en el que el modelo contextual se representa mediante
trigramas suavizados con interpolación lineal. Las probabili-
dades léxicas se estiman por máxima verosimilitud y también
se les aplica un método de suavizado para las palabras descono-
cidas.

Además se incorpora el analizador morfológico para el
castellano MACO [1,4] que proporciona las posibles categorı́as
gramaticales asociadas a cada palabra.

Los resultados obtenidos para los dos conjuntos de etique-
tas considerados se muestran en la tabla 4.

Categorı́a Error de desambiguación
Simple 9.26 %
PAROLE 8.85 %

Tabla 4: Error de desambiguación para los datos de test con
categorı́as simples y PAROLE utilizando un MOM.

Se observa que el sistema basado en redes neuronales se
comporta mejor que el basado en MOMs cuando el número de
categorı́as es reducido. A medida que este conjunto aumenta,
disminuyen las prestaciones. Esto puede ser debido a que las re-
des neuronales requieren más datos para su correcta estimación.
Aunque se debe tener en cuenta que en el experimento con cate-
gorı́as PAROLE no se ha efectuado un barrido completo para
establecer los parámetros óptimos, sino que se han empleado
aquellos que han ofrecido mejores resultados en la prueba con
categorı́a simples.

6. Conclusiones
El objetivo de este trabajo era comprobar si la aplicación

de redes neuronales tipo Perceptrón Multicapa para la desam-
biguación léxica era una vı́a de trabajo factible. Los resultados
nos han mostrado que, en efecto, tal aproximación es viable. El
sistema basado en redes neuronales presenta un buen compor-
tamiento en conjuntos reducidos de etiquetas. Aunque, en gene-
ral, en muchas aplicaciones de PLN se requiere de ese tipo de
granularidad en las etiquetas, existen otras, como por ejemplo,
WSD (Word Sense Disambiguation) en el que para el acceso a la
red semántica WordNet sólo se necesita saber si una palabra es
Nombre, Verbo, Adjetivo o Adverbio. A pesar de los resultados
satisfactorios, merece la pena comentar algunas caracterı́sticas
del trabajo, con el objeto de conocer sus limitaciones y sus fu-
turas ampliaciones.

Uno de los problemas más importantes es el que concierne
al tratamiento y selección de las palabras ambiguas, ya que tales
palabras han sido escogidas como ambiguas atendiendo única-
mente a la totalidad del corpus que nos concierne y no a otros



criterios lingüı́sticos. Esto convierte nuestra aproximación en un
problema cerrado, es decir, limitado a los contextos lingüı́sticos
que han sido tratados en el preproceso y durante las fases de
entrenamiento y test. En consecuencia, si se intentara desam-
biguar un texto cuyo ámbito lingüı́stico fuese diferente de los
aquı́ tratados, no sólo podrı́a variar ligeramente la precisión del
sistema sino que, además, algunas palabras ambiguas podrı́an
quedar fuera del proceso de desambiguación.

Una posible solución a dicho problema podrı́a ser el em-
plear un analizador morfológico previo que indicase qué pa-
labras serı́an ambiguas en cualquier contexto, clasificarlas co-
mo tales y entrenar la red con dichas indicaciones de modo
que cualquier palabra ambigua fuese codificada independien-
temente de si lo es o no en el propio corpus.

Otra alternativa serı́a preparar un sistema que fuese inde-
pendiente de las palabras tratadas y que devolviese una solu-
ción en función de las categorı́as del contexto anterior y/o pos-
terior. Tal idea surgió de la observación de los ficheros de entre-
namiento, validación y test. Se ha podido comprobar que ciertas
palabras ambiguas no estaban representadas en los tres conjun-
tos, es decir, no aparecı́an en alguno de ellos. En concreto, se ha
estudiado el caso en el que las palabras no están representadas
en el conjunto de entrenamiento, pero sı́ en el de test, con el ob-
jeto de comprobar cómo clasifica la red dichas palabras. Puesto
que estas muestras no existen en el conjunto de entrenamiento,
la red no ha podido entrenarlas y, digamos, desconoce estas am-
bigüedades particulares. Por lo tanto, la única información de la
que dispone la red neuronal a la hora de desambiguar el conjun-
to de test es el contexto que forman las categorı́as sintácticas.
Luego la estructura sintáctica de la frase está marcando la de-
cisión de desambiguar o asignar una categorı́a concreta a las
palabras ambiguas que no han sido entrenadas.

En [5] ya se comentaba ”la habilidad de las redes neu-
ronales a absorber al menos algún conocimiento sintáctico a
través del entrenamiento mediante texto del lenguaje natural”.
Estos resultados muestran que el modelo empleado infiere, en
cierto modo, la estructura sintáctica de las frases. Esta es la
caracterı́stica que sugiere una nueva aproximación al proble-
ma, enfocando el sistema únicamente al aprendizaje de las ca-
tegorı́as de las palabras y no al aprendizaje de las palabras am-
biguas en sı́ mismas.

La segunda limitación de este trabajo está relacionada con
una caracterı́stica propia del lenguaje, a saber, la desproporción
en el uso de unas categorı́as lingüı́sticas con respecto a otras.
Es decir, en un texto casi siempre aparecerán más sustantivos o
preposiciones que extranjerismos o numerales. Esto, que en el
ámbito lingüı́stico no presenta un problema real, es un handicap
a la hora de entrenar las redes neuronales, ya que lo ideal serı́a
tener un número considerablemente elevado de cada categorı́a
distinta.

Este problema se ha paliado creando ciertas categorı́as fic-
ticias que reúnen a otras categorı́as PAROLE. Por ejemplo, las
etiquetas I (interjecciones), X (residuales), W (fechas), E0 (ex-
tranjerismos) e Y (abreviaturas) se unieron en una sola cate-
gorı́a; las etiquetas VAG (verbos auxiliares gerundios), VAM
(auxiliares imperativos) y VAC (auxiliares condicionales) en
otra; y las etiquetas Fcs, Ftp, Fs y Fch (que corresponden a los
signos de puntuación ?, %, / y ] respectivamente) en una tercera
categorı́a. Esta es la razón por la que el número total de clases
sintácticas en el trabajo fuese 52 y no 62.

Por último, el hecho de abordar la desambiguación con con-
texto hacia delante -esto es, bigramas y trigramas a derecha-,
constituye un problema a la hora de desambiguar textos de for-
ma no supervisada. Es decir, supongamos que disponemos de un

texto para desambiguar y que no está previamente categoriza-
do. Si encontramos un grupo de palabras wi−2, wi−1, wi, wi+1,
donde wi es ambigua, podemos suponer que, al etiquetar de
izquierda a derecha, dispondremos de las categorı́as ci−2 y
ci−1, pero, si wi+1 también fuese ambigua, no se conocerı́a
la categorı́a ci+1 que, en el caso de tratar con contexto a la
derecha, se convierte en absolutamente necesaria.

Este problema puede ser estudiado a partir de la utilización
de una nueva unidad de entrada en el perceptrón multicapa que
indicase de forma explı́cita si en el contexto derecho se encuen-
tra una palabra ambigua. Otra forma serı́a clasificar previamente
con contexto a la izquierda con redes neuronales. También exis-
te la posibilidad, algo más sofisticada, de utilizar combinaciones
de redes, de modo que, ante casos como el comentado, se em-
please una red con contexto sólo a la izquierda y, en aquellos ca-
sos en los que la palabra wi+1 no fuese ambigua, emplear con-
texto a ambos lados. Las posibilidades en este caso son múlti-
ples y cada una requerirı́a un estudio completo.
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