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Abstract In this paper we study the impact of incorporating handover prediction information into
the session admission control process in mobile cellular networks. The comparison is done between the
performance of optimal policies obtained with and without the predictive information. A prediction agent
classifies mobile users into two classes, those that will probably produce a handover to and/or from the
cell under study and those that probably will not produce such handover. Moreover, the time instant has
also been used in the prediction by means of a deterministic size window. We consider the classification
error by modeling the false-positive and non-detection probabilities. Two different approaches to compu-
te the optimal admission policy were studied: dynamic programming and reinforcement learning. Results
show significant performance gains when the incoming predictive information is used in the admission
process, and that higher gains are obtained when temporal information is used.

1. Introducción

El Control de Admisión de Sesiones (CAS) es un as-
pecto clave en el diseño y funcionamiento de las redes
móviles celulares multiservicio que ofrecen garantías
para la calidad de servicio (QoS). Los parámetros de
mérito que definen la QoS del sistema son de dos tipos:
de nivel de paquete (como retardo, jitter o pérdidas) y
de nivel de sesión (como las probabilidades de bloqueo
de sesiones nuevas y de traspaso). Debido a la movi-
lidad de los terminales, la disponibilidad de recursos
al iniciar una sesión no garantiza que existan recursos
suficientes para mantener la calidad de la misma mien-
tras esté en curso.

Este artículo evalúa el impacto que, utilizar informa-
ción de predicción del movimiento de los terminales
en el proceso de CAS, tiene sobre los parámetros de
QoS del nivel de sesión. Este estudio se hace desde
una perspectiva de optimización, ya que consideramos
que ésta no ha sido suficientemente explorada. Una de
las ventajas del empleo de técnicas de optimización es
que permite determinar el límite teórico para la ganan-
cia que puede esperarse, no pudiendo éste establecerse
mediante enfoques heurísticos.

En los sistemas que no hacen uso de información pre-
dictiva en el CAS, se han utilizado tanto aproximacio-
nes heurísticas como de optimización para mejorar las
prestaciones del CAS. El tratamiento del CAS como
un problema de optimización en entornos monoservi-
cio ha sido estudiado en [1, 2] y en sistemas multiser-
vicio en [3, 4]. Por otra parte, en sistemas que hacen
uso de información predictiva, la mayoría utilizan en-

foques heurísticos y se centran en un escenario mono-
servicio. Véase por ejemplo [5] y sus referencias.

Esta trabajo ha sido motivado, en parte, por el estudio
presentado en [5]. De forma muy resumida, los auto-
res proponen un sofisticado mecanismo de predicción
de movimiento y un esquema que permite utilizar los
resultados del mismo por el CAS, mejorando con ello
las prestaciones del sistema. Una de las novedades que
introduce el estudio es la de considerar, no sólo la pre-
dicción de traspasos entrantes a una célula, sino tam-
bién los salientes. Ello se justificaría con el siguiente
razonamiento. Considerar sólo los traspasos entrantes
a una célula supondría reservar demasiados recursos,
ya que durante el tiempo que trascurre desde que se
predice el traspaso y se reservan recursos para el mis-
mo, hasta que éste efectivamente ocurre, pueden haber
ocurrido traspasos salientes y, por tanto, haber aumen-
tado el número de recursos libres, haciendo la reserva
anterior innecesaria.

Este artículo utiliza parte del trabajo presentado en [6]
para darle mayor coherencia, pero incorpora nuevas
aportaciones. La primera es la evaluación comparativa
del impacto que, sobre la QoS, tiene predecir la ocu-
rrencia de traspasos sólo entrantes, sólo salientes, o en-
trantes y salientes de forma conjunta y facilitar dicha
información al sistema de CAS. En [6] se evalúa sólo
la ganancia que se obtiene al incorporar al CAS infor-
mación relativa a la predicción de traspasos entrantes.
La segunda aportación es la evaluación del impacto
que tiene, sobre los parámetros del nivel de sesión, pre-
decir no sólo la ocurrencia futura de traspasos sino los
instantes futuros en los que éstos ocurrirán. El predic-



tor utilizado en [6] sólo predice la ocurrencia futura de
traspasos entrantes pero no los instantes de ocurrencia.
La tercera, es la aplicación de técnicas de optimización
basadas en aprendizaje reforzado (reinforcement lear-
ning). Aunque estas técnicas ya se aplicaron en [6],
aquí se justifica su validez al comparar sus resultados
con los de una aproximación exacta como es la progra-
mación dinámica.

El resto del artículo está estructurado del siguiente mo-
do. En la Sección 2 se describe el modelo del sistema y
el del agente que predice la llegada de traspasos a la cé-
lula bajo estudio. Los dos algoritmos de optimización
empleados se presentan en la Sección 3. La evaluación
numérica, cuando se hace predicción sólo de entrada,
se hace en la Sección 4. En la Sección 5 se introdu-
ce el predictor de salida y se evalúan las prestaciones
cuando se utiliza sólo predicción de salida y de salida
y entrada de forma conjunta. Se describe un modelo de
predicción más complejo en la Sección 6, que predice
los instantes en los que ocurrirán los traspasos. Final-
mente, las conclusiones del artículo se presentan en la
Sección 7.

2. Descripción del modelo

Como modelo del sistema celular, se considera una
única célula y sus inmediaciones, donde la célula tiene
un total de C unidades de recurso, siendo su significa-
do físico dependiente de la implementación tecnológi-
ca del interfaz radio. Se ofrecen un total de N servicios
diferentes. Para cada servicio, hay dos flujos de llega-
das: de nuevas sesiones y de traspasos de otra célula.
Por tanto, hay N servicios y 2N tipos de llegadas di-
ferentes.

Se considera más molesto para el usuario el bloqueo
de un traspaso que el bloqueo de una nueva sesión, por
lo que al realizar la asignación de recursos, los traspa-
sos tiene prioridad sobre las sesiones nuevas. Por tra-
tabilidad matemática, se asumen llegadas de Poisson y
distribución exponencial para el tiempo de residencia
y para la duración de las sesiones. La tasa de llegadas
para sesiones nuevas (traspasos) del servicio i es λn

i

(λh
i ) y una sesión del servicio i consume bi unidades

de recurso, bi ∈ N. Para el servicio i, las tasas de dura-
ción de las sesiones y los tiempos de residencia son µs

i

y µr
i respectivamente. El tiempo de ocupación de los

recursos en una célula está también distribuido expo-
nencialmente con tasa µi = µs

i + µr
i .

2.1. Agente predictor de traspasos en-
trantes

Dado que el objetivo de nuestro estudio no es el diseño
de un agente predictor (AP) sino el uso de la informa-
ción que éste proporciona, se utilizará un modelo de
éste, que se describe a continuación. El AP de entrada
informa en todo momento al algoritmo de CAS acerca
del número de terminales activos en las proximidades

(a) Diagrama de funcionamiento

(b) Incertidumbre en la
predicción

Figura 1: Modelo del AP de entrada.

de la célula bajo estudio que se prevé van a realizar un
traspaso hacia ésta.

En el momento en el que un terminal activo entra en
las inmediaciones de la célula o uno que ya lo estaba
pasa a estar activo, el AP lo clasifica como que pro-
bablemente va a producir un handover (H) o como que
probablemente no lo hará (NH) atendiendo a las carac-
terísticas del terminal (posición, velocidad, trayectoria,
perfil histórico, . . . ) y otra información (mapa de calles
y carreteras, hora del día, . . . ). Estas fuentes de infor-
mación son cada vez más accesibles a los operadores
celulares. Por ejemplo, en [7] se describen estándares
relacionados con el posicionamiento en redes celula-
res. Tras un tiempo aleatorio, que en nuestro modelo
sigue una distribución exponencial, el destino final se
concreta y bien acaba produciéndose el traspaso o es-
ta posibilidad se descarta definitivamente, por ejemplo
porque la sesión termina o porque el terminal se mueve
a otra célula.

El modelo del AP de entrada se caracteriza mediante
tres parámetros: el tiempo medio desde que se reali-
za la predicción hasta que esta predicción se concreta
µ−1

p , la probabilidad p de provocar un traspaso si el ter-
minal se ha etiquetado como H y la probabilidad de q
de provocar un traspaso si el terminal se ha etiquetado
como NH. Nótese que en general q �= 1 − p. El fun-
cionamiento básico del AP se muestra en la Fig. 1(a).

Los valores de p y q están relacionados a través del
modelo de la Fig. 1(b), donde se muestra un cuadra-
do de superficie unidad que representa la población de
los terminales que van a ser clasificados por el AP. El
área sombreada representa la fracción de los termina-
les que finalmente realizarán un traspaso (SH ) y el área
no sombreada el resto de terminales. El clasificador fi-
ja un umbral — representado mediante una línea dis-
contínua vertical en la figura — que utiliza para dis-
criminar entre aquellos terminales que probablemente



realizarán un traspaso — a la izquierda de la línea y
cuya fracción denotados como ŜH— y los que no —
a la derecha de la línea —. Como se ve en la figura,
existe una zona de incertidumbre (I) que se representa
mediante la línea oblicua de separación entre las zo-
nas sombreada y no sombreada. Aunque por sencillez
se ha utilizado un modelo lineal para la zona de incer-
tidumbre, sería inmediato considerar un modelo dife-
rente. El parámetro x representa la posición relativa del
umbral del clasificador. Esta incertidumbre es la cau-
sante de los errores de clasificación: la zona triangular
no sombreada a la izquierda del umbral (falso positivo,
Ŝe

H ) y el triángulo sombreado a la derecha del umbral
(no detección, Ŝe

NH ). A partir de la Fig. 1(b) se puede
obtener:

1 − p =
Ŝe

H

ŜH

=
x2

I(2SH − I + 2x)

q =
Ŝe

NH

1 − ŜH

=
(I − x)2

I(2 − 2SH + I − 2x)

3. Optimización del CAS

Para encontrar la política que minimiza la media del
valor esperado del coste por unidad de tiempo (Avera-
ge Expected Cost Rate, AECR) se hace uso de la teoría
de los Procesos de Decisión de Markov (MDPs) [8]. Se
consideran políticas estacionarias y deterministas, que
asocian acciones a estados, π : S → A, de forma que
la acción a tomar es función únicamente del estado ac-
tual.

Si llamamos c(x, a) el coste incurrido al ejecutar la ac-
ción a en el estado x y suponemos que al ejecutar una
política π el sistema evoluciona a través de los estados
x0, x1, . . . , xt en el intervalo [0, t], entonces el coste
total acumulado en el intervalo es

wπ(x0, t) =
t∑

m=0

c
(
xm, π(xm)

)

Si el entorno es estocástico entonces wπ(x0, t) es una
variable aleatoria. Cuando el sistema empieza en el es-
tado x y sigue la política π, el coste medio por unidad
de tiempo esperado, denotado por gπ(x), viene dado
por:

gπ(x) = ĺım
t→∞

1
t
E [wπ(x, t)]

Para los sistemas bajo estudio, no es difícil ver que
para cada política estacionaria determinista la cadena
de Markov implícita tiene una matriz de transición de
probabilidades de tipo unichain y por lo tanto, el coste
medio por unidad de tiempo esperado no varía con el
estado inicial [8]. El objetivo será pues encontrar la po-
lítica π que minimice gπ, la cual denominaremos po-
lítica óptima. En el caso que nos ocupa, la función de
coste medio esperado a minimizar será una suma pon-
derada de las tasas de pérdidas de cada flujo de llegada:

de sesiones nuevas y de traspasos de los diferentes ser-
vicios. Esto es,

gπ =
N∑

i=1

(βn
i Pn

i λn
i + βh

i P h
i λh

i )

donde βn
i (βh

i ) es el coste incurrido al bloquear peti-
ciones de sesiones nuevas (de traspaso) y P n

i (P h
i ) es

la probabilidad de pérdidas de peticiones de sesiones
nuevas (de traspaso), ambas del servicio i. En general,
βn

i < βh
i para tener en cuenta que el bloqueo de una

petición de traspaso es menos deseable que el bloqueo
de una sesión nueva.

Para el cálculo de la política óptima se han emplea-
do dos aproximaciones diferentes. La primera es la
técnica de programación dinámica (DP) [8] conocida
como mejoras sucesivas de la política (Policy Impro-
vement). El segundo método empleado se basa en la
teoría del aprendizaje reforzado (Reinforcement Lear-
ning) (RL) [9], concretamente, se ha empleado el al-
goritmo de aprendizaje reforzado de coste medio pro-
puesto en [10].

La programación dinámica nos ofrece una solución
exacta y nos permite evaluar los límites teóricos de la
ganancia en prestaciones que es posible esperar al in-
corporar predicción de movimiento al proceso de CAS.
Por otra parte, el aprendizaje reforzado nos permite
manejar la explosión del espacio de estados y, además,
ofrece la importante ventaja de ser un método que no
necesita un conocimiento completo del modelo (model
free).

3.1. Monoservicio

Representemos el estado del sistema por (i, j), donde
i es el número de sesiones activas en la célula bajo es-
tudio y j es el número de sesiones activas en las inme-
diaciones etiquetadas como H. El conjunto de posibles
estados del sistema es

S :=
{

x = (i, j) : 0 ≤ i ≤ C; 0 ≤ j ≤ Cp

}

donde Cp representa el número máximo de sesiones
que pueden etiquetarse como H en un determinado ins-
tante. Se empleará un valor grande para Cp de modo
que no tenga un impacto significativo en los resulta-
dos. Para cada estado (i, j), i < C, el conjunto de ac-
ciones posibles es A := {a : a = 0, 1}, siendo a = 0
la acción que rechaza la petición de una nueva sesión
y a = 1 la acción en la que se acepta. En los esta-
dos (C, j) únicamente es posible la acción a = 0. Las
peticiones de traspaso se aceptarán mientras hayan re-
cursos disponibles, debido a su mayor prioridad.

En la Fig. 2 se muestran las transiciones desde y hacia
el estado (i, j). En la figura se ha introducido el pará-
metro λ′

h que representa la tasa de llegada de traspasos
no previsto, y cuyo valor puede expresarse como

λ′
h = (1 − ŜH)

µp

µp + µs
qλ



Figura 2: Diagrama de transiciones.

donde λ es la tasa de entrada al AP.

Las tasas de pérdidas pueden expresarse como

Pnλn =
∑

x: π(x)=0

λnp(x)

Phλh =
∑

x=(C,j)
0≤j≤Cp

(
λ′

h + jpµp

)
p(x)

donde p(x) es la probabilidad de estar en el estado x.
Por tanto, el objetivo del problema de optimización es
encontrar la política π∗ que minimiza gπ.

Aplicando la técnica (policy improvement) [8, Sección
8.6] y utilizando cualquier política inicial, por ejemplo
Complete Sharing, se obtiene la política óptima en un
número finito — y generalmente pequeño — de itera-
ciones.

3.2. Multiservicio

En esta sección, se formula el problema de la optimiza-
ción como un Proceso de Decisión Semi-Markoviano
(SMDP) bajo el criterio de optimización AECR, más
concretamente como un problema de minimización de
gπ. Se selecciona uno de los 2N tipos de llegada como
el más prioritario, siendo sus peticiones siempre admi-
tidas mientras hayan suficientes recursos disponibles,
y por lo tanto, no se toman decisiones para ese flujo.
Los instantes de decisión son los instantes en los cua-
les llega una nueva sesión o un nuevo traspaso, excep-
to si son del flujo más prioritario. Puesto que no hay
que tomar decisiones en los momentos en los que una
sesión abandona el sistema o finaliza, únicamente los
eventos de llegada —salvo los correspondientes a lle-
gadas del servicio más prioritario— son relevantes al
proceso de optimización.

El espacio de estados se define como

S := {x = (x0, x1, k) : x0, x1, k ∈ N}
donde x0 (x0 ≤ C) es el número de unidades de recur-
so ocupadas en la célula bajo estudio, x1 (x1 ≤ Cp)

es el número de unidades de recurso ocupadas por las
sesiones etiquetadas como H por el AP y k (1 ≤ k ≤
(2N−1)), es el tipo de llegada. En cada instante de de-
cisión, el sistema tiene que escoger una acción del con-
junto de posibles acciones A := {0 = rechazar, 1 =
aceptar}.

Los costes se definen del siguiente modo. En cualquier
instante de decisión, el coste incurrido al aceptar una
sesión es cero y el coste de rechazar una petición de
sesión nueva (traspaso) del servicio i es βn

i (βh
i ). Ade-

más, entre dos instantes de decisión se pueden acumu-
lar un coste adicional si se producen rechazos del flujo
de sesiones más prioritario.

Las ecuaciones de Bellman para la optimización del
coste medio por unidad de tiempo son

h∗(x, a) = mı́n
a∈Ax

{
c(x, a) − g∗τ(x, a) +

+
∑
x∈S

pxy(a) mı́n
a′∈Ay

h∗(y, a′)
}

donde h∗(x, a) es el valor medio relativo de tomar la
acción óptima a en el estado x y entonces continuar
tomando acciones de forma óptima, c(x, a) y τ(x, a)
son, respectivamente, el coste medio por unidad de
tiempo y el tiempo medio de residencia al tomar la
acción a en el estado x, y pxy(a) representa la pro-
babilidad de moverse del estado x al estado y al to-
mar la acción a = π(x). La política greedy π∗, que
toma siempre las acciones que minimizan es del tipo
h∗(x, a) gain-optimal [10].

Si los parámetros del modelo pueden conocerse, enton-
ces la solución a las ecuaciones de Bellman puede ob-
tenerse mediante técnicas como la programación lineal
o la programación dinámica. En entornos donde el nú-
mero de estados puede ser muy alto y el conocimiento
de los parámetros del modelo puede ser complejo, el
problema puede ser intratable. La alternativa propues-
ta es usar la técnica de aprendizaje reforzado, concre-
tamente el algoritmo SMART (Semi-Markov Average
Reward Technique) [10].

SMART estima h∗(x, a) mediante simulación, usan-
do un método de diferencia temporal (TD(0)). Si en el
instante de decisión (m− 1) el sistema está en el esta-
do x, se toma la acción a y el sistema se encuentra en
el estado y en el instante de decisión m, entonces ac-
tualizamos el valor relativo de la pareja estado-acción
del siguiente modo:

hm(x, a) = (1 − αm)hm−1(x, a) +

+αm

{
cm(x, a, y) − gmτm(x, a, y) +

+ mı́n
a′∈Ay

hm−1(y, a′)
}

donde cm(x, a, y) es el coste acumulado entre dos ins-
tantes de decisión consecutivos, τm(x, a, y) es el tiem-
po transcurrido entre los dos instantes de decisión, αm

es la tasa de aprendizaje en el instante de decisión m



y gm es el coste medio por unidad de tiempo estimado
del siguiente modo:

gm =

∑m
k=1 ck

(
x(k), a(k), y(k)

)

∑m
k=1 τk

(
x(k), a(k), y(k)

)

4. Evaluación numérica de la pre-
dicción de entrada

Para evaluar la mejora de prestaciones que supone in-
corporar la información predictiva en el proceso de
CAS, se evalúa gπ

wp/gπ
p , donde el numerador (deno-

minador) es el coste medio por unidad de tiempo espe-
rado cuando no se usa (se usa) información predictiva.
El escenario a estudiar consiste en la célula bajo estu-
dio de radio r y las inmediaciones, siendo una corona
circular de radio interior r y radio exterior 1.5r.

Los valores de los parámetros que definen el escenario
son: C = 10 y Cp = 60 unidades de recurso, Nh =
µr

i /µs
i = 1, µr

i /µp
i = 0.5, SH = 0.4 y x = U/2. Para

el escenario monoservicio (N = 1) se ha empleado
b1 = 1, λn

1 = 1, µ1 = µs
1 + µr

1 = 1, βn
1 = 1 y

βh
1 = β = 20. El valor de λ se escoge de modo que el

sistema esté en equilibrio estadístico, es decir, la tasa
con la que entran traspasos en una célula es igual a la
tasa con la que salen. Se puede demostrar fácilmente
que λ = (1−P n

1 )(1−P tf
1 )λn

1 (Nh + µr
1/µp

1)(1/SH).
Nótese que en el escenario elegido para la evaluación
numérica las tasas de llegada se eligen para obtener
valores realistas de operación para la P n

i y P tf
i (P n

1 (≈
10−2) y P tf

1 (≈ 10−3)). Para éstos valores, hacemos
la aproximación λ = 0.989λn(Nh + µr

1/µp
1)(1/SH).

Para el escenario multiservicio empleamos N = 2 ser-
vicios, ocupando b1 = 1 y b2 = 2 unidades de recur-
so. La tasa de llegadas a la célula es λnc

1 = 0.8λT ,
λnc

2 = 0.2λT , donde λT = 2. La tasa de llegadas de
sesiones nuevas a las inmediaciones (ng) y a la célu-
la (nc) se relaciona mediante su respectiva relación de
áreas, λng

i = 1.25λnc
i . La tasa de llegadas de traspaso

desde el exterior del sistema (ho) hasta las inmediacio-
nes se calcula a partir de la relación de perímetros entre
ese parámetro y la tasa de salida de traspasos desde la
célula bajo estudio (hc), λho

i = 1.5λhc
i . A partir del

equilibrio de los flujos entrantes y salientes, podemos
decir que λhc

i = (1−Pn
i )(1−P tf

i )Nhλnc
i , que a su vez

puede aproximarse por λhc
i = 0.989Nhλnc

i . También
se toman los siguientes valores µ1 = µs

1 + µr
1 = 1,

µ2 = µs
2 + µr

2 = 3, βn
1 = 1, βn

2 = 20, βh
1 = 10

y βh
2 = 200. Para el algoritmo de aprendizaje refor-

zado se emplea una tasa de aprendizaje constante y
de valor αm = 0.01 pero la tasa de exploración pm

se va reduciendo mediante pm = p0/(1 + u), donde
u = m2/(γ + m). Se ha empleado γ = 1.0 · 1011 con
el fin de obtener pm = 1 · 10−3p0 cuando m = 1 · 107.
Se empieza con una tasa de exploración de p0 = 0.2.

En todos los casos, se han comparado las prestaciones
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Figura 3: Comparación de prestaciones en escenario
multiservicio al emplear predicción.

de la política óptima calculada al emplear predicción
y al no hacerlo. En el caso en el que no se considera
la predicción, la optimización se realiza ignorando la
segunda componente del estado del sistema, es decir,
el número de terminales clasificados como H.

En la Fig. 3(a) se muestra la variación de la ganancia
gπ

wp/gπ
p conseguida al emplear predicción de traspasos

entrantes con diferentes valores para la incertidumbre
I . En el escenario multiservicio, para cada valor de I se
han realizado 10 simulaciones con diferentes semillas,
mostrándose la media. Como cabía esperar, el uso de
la predicción conduce a una ganancia en las prestacio-
nes en todos los casos, aunque dicha ganancia decrece
conforme aumenta la incertidumbre (I) de la predic-
ción.

Finalmente, hay que destacar que el reto principal en
el diseño de técnicas de reserva de recursos para redes
móviles celulares es el balance de dos requisitos con-
flictivos: reservar bastantes recursos con el fin de con-
seguir una baja probabilidad de terminación forzosa y
mantener la utilización de los recursos alta bloqueando
el menor número de peticiones de establecimiento de
nuevas sesiones. La Fig. 3(b) muestra la variación de
la ganancia en la utilización, esto es, el cociente entre



la utilización sin emplear predicción y la utilización al
hacerlo, para diferentes valores de I . Estos resultados
justifican la eficiencia de las políticas obtenidas, al re-
ducir la probabilidad de terminación forzosa sin que
ello suponga merma alguno en la utilización.

5. Predicción de salida

En esta sección se evalúa el impacto de la predicción
de traspasos sólo salientes o entrantes y salientes de
forma conjunta.

5.1. Agente predictor de traspasos salien-
tes

La tarea de informar al algoritmo de CAS acerca del
número de sesiones que se prevé van a realizar un tras-
paso hacia el exterior la llevará a cabo un nuevo ele-
mento al que denominaremos AP de salida, cuyo mo-
delo se presenta en la Fig. 4. De una manera similar a
lo que ocurría con el AP de entrada, el AP de salida
etiquetará las sesiones activas en función de si van a
abandonar la célula (H out) o no (NHout), no estando
esta clasificación exenta de errores, sino que, al igual
que en el caso anterior, el error se modelará con las
probabilidades de no detección y falso positivo.

La clasificación se hace cuando un terminal móvil acti-
vo entra en la célula bajo estudio o cuando un terminal,
que ya está en la célula, pasa a estar activo. A diferen-
cia del AP de entrada, el modelo del AP de salida se
caracteriza únicamente mediante los parámetros p y q,
cuyo significado es el mismo que en el AP de entra-
da, ya que el tiempo desde que se realiza la predicción
hasta que se concreta, viene definido por el tiempo de
residencia, que se considera distribuido exponencial-
mente con media 1/µr.

El funcionamiento básico del AP de salida se muestra
en la Fig. 4. Los valores de p y q están relacionados
mediante el mismo modelo que se tenía para el AP de
entrada, es decir, el descrito en la Fig. 1(b). En el caso
del AP de salida, el porcentaje de sesiones que efec-
tivamente realizan un traspaso hacia el exterior de la
célula (Sout

H ) viene ahora determinado por la siguiente
relación

Sout
H =

µr

µs + µr
=

NH

NH + 1

5.2. Evaluación numérica de la predic-
ción de salida

Al igual que en el caso de la predicción de entrada,
la evaluación de prestaciones se realizará comparan-
do el coste medio por unidad de tiempo esperado sin
información predictiva (gπ

wp) y al emplearla (gπ
p ), del

modo gπ
wp/gπ

p . Se ha aplicado al mismo escenario mo-
noservicio descrito en la Sección 4 y con los mismos

H
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p

q

Handover hacia
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S

1-S
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^
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H

Hout

out
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out
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Figura 4: Diagrama de funcionamiento del AP de sali-
da.
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Figura 5: Ganancia de predicción al emplear predic-
ción de salida, de entrada y de ambas.

parámetros, excepto que ahora se ha hecho con λ = 2
en vez de λ = 1 para acelerar la convergencia de la
simulación, no siendo este cambio significativo en los
resultados. La metodología de optimización empleada
ha sido la del aprendizaje reforzado descrita en la Sec-
ción 3.2, con los mismos parámetros de configuración
para el algoritmo SMART que se utilizaron en la Sec-
ción 4.

En el caso de emplear predicción de traspasos salien-
tes, el espacio de estados estará definido por

S := {x = (x0, xout) : x0, xout ∈ N}
donde x0 (x0 ≤ C) es el número de unidades de recur-
so ocupadas en la célula bajo estudio y xout (xout ≤
C) es el número de unidades de recurso ocupadas por
sesiones etiquetadas como H out por el AP de salida.

También se han evaluado las prestaciones de un esce-
nario en el que se disponga de ambos AP, el de entrada
y el de salida. Para este caso, el espacio de estados ven-
drá dado por

S := {x = (x0, xin, xout) : x0, xin, xout ∈ N}
donde x0 (x0 ≤ C) es el número de unidades de recur-
so ocupadas en la célula bajo estudio, xin (xin ≤ Cp)
es el número de unidades de recurso ocupadas por se-
siones etiquetadas como H por el AP de entrada y xout

(xout ≤ C) es el número de unidades de recurso ocu-
padas por sesiones etiquetadas como H out por el AP
de salida.

En la Fig. 5 se muestra la variación de la ganancia
gπ

wp/gπ
p conseguida con diferentes valores para la in-



certidumbre I , ejecutándose para cada valor de I 10
simulaciones con semillas diferentes y mostrándose la
media. La gráfica representa las ganancias obtenidas
al emplear predicción de salida, de entrada y salida, y
únicamente de entrada. Como se observa, la ganacia
cuando se utiliza predicción de salida es muy parecida
a la de la Fig. 3(a). Por otra parte, y aunque no se mues-
tra, también se ha comprobado que la utilización no
se degrada significativamente al emplear este tipo de
predicción. Como conclusión, se observa que el cono-
cimiento del número de recursos que se van a liberar
no es significativo para la optimización, siendo inclu-
so independiente del valor de la incertidumbre I . En la
gráfica se observa que incluso este conocimiento em-
peora ligeramente las soluciones, debido posiblemente
a la mayor dificultad que supone optimizar en un es-
pacio de estados más complejo que el existente al no
emplear predicción. Se corrobora este hecho al anali-
zar los resultados de la predicción de entrada y salida
conjuntas, donde se ve que el incluir la información
del AP de salida a la predicción de entrada empeora
el proceso de optimización al aumentar el tamaño del
espacio de estados.

6. Predicción temporal

Los modelos del AP introducidos hasta el momento no
predicen los instantes en los que se van a producir los
traspasos. En esta sección, el sistema de CAS cono-
ce no el número de traspasos futuros sino cuántos se
producirán en un tiempo inferior a T. Intuitivamente,
parece obvio que tiene más relevancia para el sistemas
de CAS el hecho de que el traspaso se vaya a producir
de manera inminente que el hecho de que éste ocurra
en un tiempo futuro indeterminado. Una aproximación
similar se realiza en [5], donde la predicción de tras-
pasos entrantes y/o salientes se realiza dentro de una
ventana temporal de tamaño fijo.

En esta sección, los esquemas de funcionamiento de
los AP descritos anteriormente son los mismos, excep-
to que el tiempo que trascurre desde que se realiza la
clasificación hasta que el traspaso efectivamente ocu-
rre es determinista y de valor T segundos.

6.1. Evaluación numérica de la predic-
ción temporal

La evaluación numérica de este tipo de predicción, se
ha hecho en el mismo escenario monoservicio emplea-
do en la Sección 5.2. Los espacios de estados se defi-
nen del mismo modo a como se definían anteriormen-
te, diferenciándose tres casos de predicción: de entra-
da, de salida, y de entrada y salida; todos ellos dentro
de una ventana temporal. Así mismo, se ha empleado
el algoritmo SMART, ejecutándose, para cada valor de
T, 10 simulaciones con diferentes semillas y obtenién-
dose la media.

En la Fig. 6 se muestra el impacto sobre gπ
wp/gπ

p de
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Figura 6: Ganancia de predicción al emplear predic-
ción temporal.

la predicción, cuando ésta se realiza sobre un tiempo
futuro T. En todos los casos, se ha tomado un valor
para la incertidumbre del AP de entrada y/o salida de
I = 0.2. Se aprecia como existe un óptimo para T,
cuyo valor es cercano al tiempo medio entre llamadas
(λ−1), aunque posiblemente dependa también de otros
parámetros.

Conforme T supera este valor óptimo, la ganancia se va
reduciendo, posiblemente porque la información tem-
poral se hace menos precisa. Cuando T → ∞, la ga-
nancia es, lógicamente, la misma que se obtiene cuan-
do no se predicen los instantes en los que se van a pro-
ducir los traspasos. Cuando T es inferior a su valor óp-
timo, la ganancia conseguida también disminuye, de-
bido, posiblemente, al hecho de que el sistema no tiene
tiempo de reaccionar. En el caso de que T = 0, no se
produce ganancia, ya que no se hace predicción algu-
na.

Si se comparan las diferentes curvas entre sí, se ob-
serva como la información del AP de salida sigue
sin aportar información significativa. Para valores de
T próximos al óptimo se tienen ganancias similares
cuando se utiliza predicción sólo de los traspasos de
salida y predicción de los traspasos de entrada y salida
conjuntamente. Además esta ganancia es sensiblemen-
te superior a la que se produce cuando no se predice el
instante de ocurrencia del traspaso. Finalmente, se ha
comprobado que la utilización tampoco se ve afectada
por el empleo de este esquema de predicción. Como
conclusión, parece claro que cuando se utilizan técni-
cas de optimización para determinar la política ópti-
ma, la información del número de traspasos salientes
no parece relevante.

Estos resultados parecerían contradecir las conclusio-
nes de [5], pero allí la información de predicción se
integra en el esquema de reserva de forma heurística,
por lo que ésta aproximación y la de este trabajo no
son, en principio, comparables.



7. Conclusiones

En este artículo se analiza la ganancia de prestaciones
que puede obtenerse cuando se considera la informa-
ción de predicción de traspasos al diseñar la política
óptima de CAS en una red móvil celular multiservicio.
Las prestaciones de una política se analizan median-
te la suma ponderada de tasas de pérdidas de sesiones
nuevas y de handover, ponderación que indica el ma-
yor perjuicio que supone rechazar handovers respecto
a sesiones nuevas. Las ganancias obtenidas se cuanti-
fican como el cociente de esa suma ponderada al no
emplear y al emplear información predictiva. Así, ga-
nancias superiores a la unidad indicarán los beneficios
de emplear información predictiva. El problema de la
optimización se ha formulado como un proceso de de-
cisión de Markov o de semi-Markov, para los cuales
existen diferentes técnicas de resolución. En este caso
se han empleado dos metodologías diferentes: progra-
mación dinámica y aprendizaje reforzado.

La información de predicción es aportada por un agen-
te predictor, que etiqueta los terminales móviles acti-
vos en la célula, o en sus proximidades, que posible-
mente ejecutarán un traspaso próximamente. Se han
tratado diversos tipos de predicción por separado y
conjuntamente. Por una parte, se ha empleado infor-
mación de predicción del número de traspasos entran-
tes que van a tener lugar desde las inmediaciones de
la célula bajo estudio hacia el interior de ésta, tanto en
un entorno monoservicio como multiservicio. También
se ha estudiado el impacto que sobre las prestaciones
del sistema tiene incorporar predicción del número de
terminales activos que van a salir de la célula bajo es-
tudio. Por último, se ha evaluado también el impacto
de disponer, además, de información más precisa del
instante futuro en el que se producirá el traspaso.

Los resultados numéricos muestran que, con la aproxi-
mación de optimización utilizada, la información más
útil es la de los traspasos que se prevé vayan a entrar
en la célula bajo estudio. Además, precisar todavía más
ésta información con el instante futuro en el que se pro-
ducirá el traspaso, aporta substanciales ganancias adi-
cionales. De este modo, se pueden conseguir ganancias
de hasta un 25 % manteniendo la utilización del siste-
ma con los esquemas de predicción estudiados, incluso
con incertidumbres del 20 %.

Actualmente, se trabaja en el estudio e implementa-
ción de algoritmos de aprendizaje reforzado diferentes
a SMART que aporten políticas de CAS más precisas
y de una forma más rápida, incluso para espacios de
estados más complejos. También se trabaja en la iden-
tificación de los parámetros del sistema que afectan al
valor óptimo de T y en el análisis de sensibilidad de T
frente a dichos parámetros.

Agradecimientos

El presente trabajo ha sido financiado por el Minis-
terio de Educación y Ciencia a través de los proyec-
to TIC2003-08272, TEC2004-06437-C05-01 y por el
Programa de Incentivo a la Investigación de la Univer-
sidad Politécnica de Valencia.

Referencias

[1] R. Ramjee, R. Nagarajan, and D. Towsley, “On
optimal call admission control in cellular ne-
tworks,” Wireless Networks Journal (WINET),
vol. 3, no. 1, pp. 29–41, 1997.

[2] N. Bartolini, “Handoff and optimal channel as-
signment in wireless networks,” Mobile Ne-
tworks and Applications (MONET), vol. 6, no. 6,
pp. 511–524, 2001.

[3] N. Bartolini and I. Chlamtac, “Call admission
control in wireless multimedia networks,” in Pro-
ceedings of IEEE PIMRC, 2002.

[4] V. Pla and V. Casares-Giner, “Optimal admis-
sion control policies in multiservice cellular ne-
tworks,” in Proceedings of the International Ne-
twork Optimization Conference (INOC), 2003,
pp. 466–471.

[5] W.-S. Soh and H. S. Kim, “Dynamic bandwidth
reservation in cellular networks using road topo-
logy based mobility prediction,” in Proceedings
of IEEE INFOCOM, 2004.

[6] V. Pla, J. M. Giménez-Guzmán, J. Martínez, and
V. Casares-Giner, “Optimal admission control
using handover prediction in mobile cellular ne-
tworks,” in Proceedings of the 2nd Internatio-
nal Working Conference on Performance Mode-
lling and Evaluation of Heterogeneous Networks
(HET-NETs ’04), 2004.

[7] Y. Zhao, “Standardization of mobile phone posi-
tioning for 3g systems,” IEEE Communications
Magazine, pp. 108–116, July 2002.

[8] M. L. Puterman, Markov Decision Proces-
ses: Discrete Stochastic Dynamic Programming.
John Wiley & Sons, 1994.

[9] R. Sutton and A. G. Barto, Reinforcement Lear-
ning. Cambridge, Massachusetts: The MIT
press, 1998.

[10] T. K. Das, A. Gosavi, S. Mahadevan, and N. Mar-
challeck, “Solving semi-markov decision pro-
blems using average reward reinforcement lear-
ning,” Management Science, vol. 45, no. 4, pp.
560–574, 1999.


